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Zusammenfassung

Der Fortschritt in der Entwicklung von Cyber-Physical Systems (CPS) hat
zu einer immer stärkeren Integration der Systeme und des Menschen geführt.
Diese sogenannten Human-Cyber-Physical Systems (HCPS) und die damit ein-
hergehende engere Kooperation zwischen Menschen und CPS soll sicherheits-
kritische Situationen reduzieren und CPS effizienter gestalten. Es ist jedoch
äußerst wichtig, dass der Mensch in diesen Systemen die zentrale Rolle spielt.
Ein gemeinsamer Nenner von Referenzarchitekturen für solche HCPS ist eine
Komponente, welche das menschliche Verhalten und Zustände bei der Nut-
zung von HCPS modellieren kann. Diese Menschmodelle ermöglichen es dem
HCPS dynamisch auf eben jene Zustände und Verhalten einzugehen. So kön-
nen sicherheitskritische Situationen, welche durch negativen Menschzustände
oder Verhalten verursacht werden im Vornherein verhindert beziehungsweise
der Schaden minimiert werden.
Hochautonome Fahrzeuge (HAV) eignen sich insbesondere durch den hohen
Automationsgrad und potentiell sicherheitskritischen Situationen des Stra-
ßenverkehrs als ausgezeichneter Use-Case für HCPS. Im Zuge dieser Arbeit
wurden verschiedene Modellierungsansätze für Intentions- und Zustandser-
kennung für die Verwendung von HAV präsentiert. Hierbei wurde insbeson-
dere ein Fokus auf die Synthese verschiedener Datenquellen und ein etwaige
Verbesserung der Modellleistung gelegt. Solche Modelle könnten Komponen-
ten von fortgeschrittenen Fahrassistenzsystemen sein, welche die Intention der
Nutzer:innen antizipiert und bei sicherheitskritischen Situationen interveniert.
Mögliche Interventionen wären eine Warnung der Nutzer:in durch Mensch-
Maschine Schnittstellen oder das Eingreifen in die Fahrdynamik.
Im Kontext von hochautonomen Fahrzeugen (HAV) als HCPS wurden au-
ßerdem zwei weitere wichtige Aspekte untersucht: die Interaktion zwischen
HAV und menschlichen Fahrer:innen und die Personalisierung von HAV. Bei-
de Aspekte sind wichtig für die Nutzerakzeptanz der Technologie und somit
auch die Einführung von HAV in die Gesellschaft.
Insgesamt unterstreichen die Ergebnisse dieser Arbeit, dass der Mensch in
HCPS ein wichtiger, wenn nicht sogar der wichtigste Aspekt beim Design und
der Entwicklung solcher Systeme sein sollte. Nur so lassen sich HCPS entwer-
fen, welche eine produktive und risikoarme Kooperation ermöglichen.
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Abstract

The progress in the development of Cyber-Physical Systems (CPS) has led
to a tighter integration of the systems and humans. These so-called human-
cyber-physical systems (HCPS) and the associated closer cooperation between
humans and CPS is intended to reduce safety-critical situations and make CPS
more efficient. However, it is extremely important that the human plays the
central role in these systems.
A common denominator of reference architectures for such HCPS is a com-
ponent that can model human behavior and states when using HCPS. These
human models enable the HCPS to respond dynamically to those conditions
and behaviors. In this way, safety-critical situations that are caused by negati-
ve human states or behavior can be prevented in advance or the damage could
be minimized.
Highly autonomous vehicles (HAV) are particularly suitable as an use-case
for HCPS due to the high degree of automation and potential safety-critical
traffic situations. In the course of this work, different modeling approaches for
intention and state recognition for the use of HAV were presented. A particu-
lar focus was placed on the synthesis of different data sources and a possible
improvement of the model performance. Such models could be components of
advanced driver assistance systems that anticipate user intentions and inter-
vene in safety-critical situations. Possible interventions would be to warn the
user through human-machine interfaces or to alter the driving dynamics.
In the context of highly autonomous vehicles (HAV) as HCPS, two other im-
portant aspects were also investigated: the interaction between HAV and hu-
man drivers and the personalization of HAV. Both aspects are important for
the user acceptance of the technology and thus the introduction of HAV into
society.
Overall, the results of this work underline that the human in HCPS should be
an important, if not the most important, aspect in the design and development
of such systems. This is the only way to design HCPS that enable productive
and low-risk cooperation.
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Kapitel 1

Einleitung

1.1 Motivation

Der Fortschritt in der Entwicklung von Cyber-Physical Systems (CPS) in den letz-
ten Jahren hat zu einer immer stärkeren Integration der Systeme und des Menschen
geführt. Diese sogenannten Human-Cyber-Physical Systems (HCPS) und die damit
einhergehende engere Kooperation zwischen Menschen und CPS soll sicherheitskriti-
sche Situationen reduzieren und CPS effizienter gestalten [Sztipanovits et al., 2019].
Beispiele für solche HCPS sind automatisiertes und vernetztes Fahren, Smart Cities
oder intelligente Energiesysteme (s. Abb. 1.1). Damit HCPS effizient und sicher ge-
nutzt werden können müssen diese Systeme adaptiv und reaktiv sein [Sztipanovits
et al., 2019].
Für die Integration des Menschen in ein HCPS wurden bereits von vielen For-
scher:innen Referenzarchtitekturen vorgestellt [Sowe et al., 2019, Sun et al., 2020a,
Zhou et al., 2019]. Die meisten dieser Referenzarchitekturen haben gemein, dass sie
eine oder mehrere Komponenten haben, welche den Zustand und das Verhalten des
Menschen mithilfe von (neuro- und psychophysiologischer) Sensorik erkennen können
(s. Abbildung 1.2). Entsprechend des erkannten Menschzustands kann die Planung
beziehungsweise Handlungen der CPS Komponente des HCPS angepasst werden.
Mithilfe der kontinuierlichen Messung des Menschzustands und der darauf basieren-
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4 1.1. Motivation

Abbildung 1.1: Beispiele für Human-Cyber-Physical Systems. Links oben:
Autonomes Fahrzeug von Waymo. Rechts oben: Roboter-assistierte Opera-
tion. Links unten: Industrieroboter von KUKA. Rechts unten: Intelligente
und vernetzte Städte und Energiesysteme.

den Erkennung eben jenes Zustandes entsteht so eine Feedbackschleife, welche die
notwendige Reaktivität und Adaptivität des HCPS ermöglicht. Die Bestimmung des
Menschzustands während der Nutzung kann Aufschlüsse auf notwendige Verbesse-
rungen am CPS oder der Schnittstelle zwischen Mensch und CPS geben. Relevante
Zustände sind hierbei unter Anderem kognitive Arbeitslast oder Unsicherheit über
die (sichere) Funktionalität des CPS. Ist der Mensch etwa einer zu hohen kognitiven
Arbeitslast ausgesetzt kann das HCPS Hilfsmaßnahmen ergreifen, um diese Arbeits-
last zu verringern oder den Menschen mithilfe von Mensch-Computer Schnittstellen
vor Überlastung zu warnen. Dies ist insbesondere bei der Steuerung eines Fahrzeu-
ges relevant. Hierbei kann die Fahrer:in gewarnt werden, damit entweder ein anderer
Mensch oder die Fahrzeugautomation die Kontrolle über das Fahrzeug übernimmt.
So kann sicherheitskritischen Situationen vorgebeugt werden.
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Abbildung 1.2: Die Referenzarchitektur stellt die vier integralen Handlungs-
schritte bzw. Komponenten eines Human-Cyber-Physical Systems dar: Wahr-
nehmung, Interpretation, Planung, Aktion [Vorgestellt von Prof. Dr. Martin
Fränzle]

Eines der prominentesten Beispiele für HCPS sind hochautomatisierte Fahrzeuge
(HAV, highly automated vehicles). Die Einführung von HAV wird einen weitreichen-
den Einfluss auf unsere Gesellschaft haben, denn in Deutschland gab es im Jahre
2022 48.5 Millionen Autos und in ganz Europa etwa 250 Millionen. Die Forschung
und Entwicklung von autonomen Fahren verspricht die Reduktion von menschlichen
Fehlern und somit eine Verringerung von Verkehrsunfällen. Die Vernetzung von HAV
mithilfe von Vehicle-to-everything Technologie kann potentiell den Verkehr effizienter
gestalten, indem die Kontrolle der Fahrzeuge zentral gesteuert wird [Harding et al.,
2014]. Außerdem sollen HAV die Nutzung von Fahrzeugen im Allgemeinen komfor-
tabler machen, indem die Nutzer:innen sich während der Fahrt anderen Aktivitäten
widmen können.
Für die längste Zeit seit der Erfindung von Automobilen wurden diese vollstän-
dig von Menschen gesteuert. In der zweiten Hälfte des 20. Jahrhunderts wurde mit
dem Antiblockiersystem (ABS) das erste Fahrassistenzsystem in kommerziell ver-
fügbare Fahrzeuge integriert [Galvani, 2019]. Dies war ein erster Schritt mithilfe von
neuen technischen Systemen die Fahrzeugführung für den Menschen sicherer und
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komfortabler zu machen. Insbesondere in den letzten Jahrzehnten wurden weitere
Systeme entwickelt. Hierbei werden Aufgaben der Fahrzeugführung automatisiert
und Kontrolle über das Fahrzeug vom Menschen zum Assistenzsystem übergeben.
Beim Tempomat übergibt beispielsweise der Mensch die Regelung der Fahrzeugge-
schwindigkeit. Die Übergabe von Kontrolle erfordert ein hohes Maß an Vertrauen und
Sicherheit über die sichere Funktionalität der Automation. Insbesondere da Autofah-
ren eine sehr komplexe und potentiell sicherheitskritische Tätigkeit ist. Damit eine
sichere Übergabe der Kontrolle über das Fahrzeug beziehungsweise bestimmte Fahr-
aufgaben durchgeführt werden kann müssen sowohl Mensch als auch Fahrzeug auf
diese Übergabe vorbereitet sein. Eine Methode, um diese Bereitschaft zur Übergabe
sicherzustellen ist die Erkennung und Überwachung des Menschzustands [Morales-
Alvarez et al., 2020].
Solche Intentions- oder Zustandserkennungmodelle können genutzt werden, um eine
Vielzahl an unterschiedlichen Fahrassistenzsystemen zu entwickeln. Ein solches Sys-
tem kann risikoreiche Intentionen des Menschen erkennen und entsprechend durch
das Eingreifen in die Fahrdynamik oder Warnung des Menschen intervenieren. Für
solche Zustands- und Intentionserkennungen ist es von Vorteil, dass hochautonome
Fahrzeuge bereits sehr umfangreiche Sensorik für die Erkennung des Verkehrskon-
texts besitzen. In der Vergangenheit wurden bereits vielfach die Zustands- und Inten-
tionserkennung beim Führen eines Fahrzeugs untersucht [Unni et al., 2015, Berndt
et al., 2008, Beggiato et al., 2018]. Bisher wurden hierfür meist entweder nur neuro-
beziehungsweise psychophysiologischen Messverfahren oder Kontext- beziehungswei-
se Fahrdynamikparameter verwendet. Eines der Ziele der in dieser Arbeit beschrie-
benen Forschungsarbeiten ist zu zeigen, dass die Integration von Messdaten aus
unterschiedlichen Datenquellen nützlich für solche Erkennungsmodelle ist und sich
somit deren Leistung verbessern lässt.
Wie bereits oben beschrieben kann ein hypothetisches Fahrassistenzsystem bei der
Erkennung eines suboptimalen Menschzustands eingreifen und zum Beispiel eine
Warnung an den Menschen weitergeben. Eine weitere Möglichkeit wäre die Ände-
rung der Fahrdynamik, um auf den Menschzustand zu reagieren. Wurde zum Beispiel
erkannt, dass die Fahrt für den Menschen nicht komfortabel ist kann ein anderer
Fahrstil vom HAV gewählt und angewendet werden. Abbildung 1.3 zeigt die In-
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stanziierung der in 1.2 dargestellten Architektur für ein solches adaptives System
zur Erkennung von Ermüdung beim manuellen Autofahren. Ein Eye Tracker misst
den Pupillendurchmesser der Fahrer:in. Ein Ermüdungserkennungsmodell verwen-
det diese Messdaten, um eine potenzielle Ermüdung der Fahrer:in festzustellen. Falls
Ermüdung festgestellt wurde, kann das Fahrzeug eine graphische oder auditorische
Nutzerschnittstelle aktivieren, um die Fahrer:in auf die Ermüdung aufmerksam zu
machen. Eine weitere Möglichkeit wäre das Einleiten eines Bremsmanövers.

Abbildung 1.3: Instanziierung der HCPS Architektur aus 1.2. Hierbei wurde
das Beispiel eines Systems zur Erkennung von Müdigkeit während des Steuern
eines Fahrzeuges gewählt.

Wie bereits oben beschrieben existiert in HCPS eine Feedbackschleife, welche auf
die Nutzer:in reagieren kann. Die Änderung der Fahrdynamik ist ein Beispiel hier-
für. Jedoch können sich Fahrstilpräferenzen sehr stark zwischen einzelnen Menschen
unterscheiden [Basu et al., 2017, Hartwich et al., 2018, Trende et al., 2019a]. Die
Untersuchung von Fahrstilpräferenzen für verschiedene Fahrer:innen ist ein wich-
tiges Forschungsthema, da es maßgeblich die Akzeptanz und somit Adoption von
autonomen Fahrzeugen beeinflusst. So kann die Adoption der Technologie behindert
werden, wenn ein HAV einen Fahrstil verwendet, welcher nicht komfortabel für eine
Nutzer:in ist. Es kann also sinnvoll sein, dass Nutzer:innen den Fahrstil des HAV
an ihre Präferenzen anpassen. Hierzu wurde im Zuge dieser Arbeit ebenfalls eine
Fahrsimulatorstudie durchgeführt.



8 1.2. Forschungsfragen & Wissenschaftlicher Beitrag

Ein weiterer wichtiger Aspekt, welcher die Akzeptanz und somit die Einführung von
HAV in den Straßenverkehr beeinflusst, ist die Interaktion zwischen Menschen und
HAV. In der Übergangsphase von manuell gesteuerten Fahrzeugen zu ausschließlich
HAVs wird es auf den Straßen einen hybriden Verkehr geben. Besonders in dieser
Phase ist es wichtig, nicht nur die Interaktion des Menschen als Nutzer des HAV
zu betrachten, sondern auch die Interaktion zwischen Menschen welche als Außen-
stehende mit HAV interagieren. Hierbei ist es wichtig zu verstehen, welches mentale
Modell Menschen von HAV besitzen und ob dieses möglicherweise zu sicherheitskri-
tischen Situationen führen kann. In dieser Arbeit werden die Forschungsergebnisse
aus zwei Fahrsimulatorstudien hinsichtlich der Untersuchung zu Mensch-HAV und
Mensch-Mensch Interaktionen im Straßenverkehr präsentiert.

1.2 Forschungsfragen & Wissenschaftlicher Bei-

trag

Im Zuge dieser Arbeit im Rahmen von unterschiedlichen Forschungsprojekten, wie
zum Beispiel dem DFG Projekt PIRE: Science of Design for Societal-Scale Cyber-
Physical Systems oder dem BMWI Projekt AutoAkzept, an mehreren wichtigen Ein-
zelkomponenten von Fahrassistenzsysteme gearbeitet. Ein Fokus lag hierbei insbe-
sondere an den sogenannten Menschmodellen, welche Nutzerzustände oder Verhalten
erkennen können. Die folgenden Abschnitte stellen hierzu die entsprechenden For-
schungsfragen und wichtigesten Ergebnisse dieser Forschungsarbeiten dar.

1.2.1 Integriertes Modell zur Intentionserkenung

Abbiegen durch den entgegenkommenden Verkehr kann zu sicherheitskritischen Si-
tuationen führen [Hamed et al., 1997, Harding et al., 2014] und trägt zu 7.4% aller
leichten Unfällen bei [Harding et al., 2014]. Menschliche Fehler, insbesondere das
falsche Einschätzen der Lückengröße [Plavšić et al., 2010], sind mit die häufigsten
Gründe für diese Unfälle. Um solche sicherheitskritischen Situationen zu verhindern,
können Fahrassistenzsysteme entwickelt werden, welche die Abbiegeintention eines
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Fahrers erkennen, damit das Fahrzeug rechtzeitig intervenieren kann. Ausgehend
vom aktuellen Stand der Forschung soll die Integration von mehreren Datenquellen
untersucht werden.

RQ1: Kann die Integration von Kontext-, Nutzer und neurophysiolo-
gischen Daten die Leistung von Modellen zur Intentionserkennung ver-
bessern?

In Zusammenarbeit mit der Arbeitsgruppe Angewandte Neurokognitive Psycholo-
gie der Carl-von-Ossietzky Universität wurde eine Fahrsimulatorstudie mit gleichzei-
tiger Messung der Hirnaktivität der Proband:innen mithilfe von fNIRS durchgeführt
[Unni et al., 2022]. Basierend auf den experimentellen Daten wurden zwei Modelle
erstellt. Das erste Modell kombinierte Kontextinformationen und demographische
sowie subjektive Fahrstildaten, um die Abbiegeintention der ProbandInnen zu klas-
sifizieren [Trende et al., 2021]. Das zweite Modelle nutzte ebenfalls Kontextinforma-
tionen kombinierte diese jedoch mit neurophysiologischen Messdaten [Trende et al.,
2022]. Hierbei konnte insbesondere gezeigt werden, dass die neurophysiologischen Da-
ten bei der Klassifikation von sicherheitskritischen Abbiegemanövern hilfreich sein
kann. Bei beiden Modellen wurde eine Feature Importance Analyse durchgeführt,
um zu zeigen, dass die Integration der verschiedenen Datentypen hilfreich ist.

1.2.2 Unterschiede in der Interaktion bei der Mensch-

HAV Interaktion

Bis ausschließlich vollautonome Fahrzeuge im Straßenverkehr fahren werden wird
es einen hybriden Verkehr zwischen menschgesteuerten Fahrzeugen und HAV ge-
ben. Studien wie [Millard-Ball, 2018] legen nahe, dass es einen Unterschied bei der
Mensch-HAV und der Mensch-Mensch Interaktion im Straßenverkehr gibt. Um si-
cherheitskritische Situationen zu vermeiden, welche aus solchen Unterschieden ent-
stehen können, ist wichtig zu verstehen, wie Menschen mit HAV interagieren.
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RQ2: Gibt es Unterschiede bei der Mensch-HAV Interaktion im Ver-
gleich zu Mensch-Mensch Interaktionen?

In Zusammenarbeit mit der Arbeitsgruppe Angewandte Neurokognitive Psycho-
logie der Carl-von-Ossietzky Universität wurden zwei Fahrsimulatorstudien durchge-
führt, um etwaige Unterschiede bei der Interaktion mit HAV in zeitkritischen Abbie-
gesituationen zu untersuchen. In der ersten Studie konnte gezeigt werden, dass die
Proband:innen unter Zeitdruck eine höhere Lückenakzeptanzwahrscheinlichkeit bei
der Interaktion mit HAV haben [Trende et al., 2019b]. Die Ergebnisse der zweiten
Studie kommen zu einem ähnlichen Ergebnis. Hierbei wurden zwei Modelle für die
Interaktion zwischen menschlichen Fahrer:innen und HAV und menschlichen Fah-
rer:innen und anderen menschlichen Fahrer:innen entwickelt [Unni et al., 2022]. Die
Auswertung der Modelle legt nahe, dass es für die Proband:innen einfacher war, die
Abbiegeentscheidung bei der Interaktion mit HAV zu treffen. Allgemein suggerieren
die Ergebnisse der Studien, dass Menschen die defensive Fahrweise eines autonomen
Fahrzeuges in zeitkritischen Situationen ausnutzen könnten, um sich einen zeitlichen
Vorteil zu verschaffen.

1.2.3 Unsicherheitserkennung bei der Nutzung von HAV

Für eine erfolgreiche Integration von autonomen Fahrzeugen in den Straßenverkehr
muss die Technologie von den Nutzer:innen akzeptiert und verwendet werden. Hier-
für sollte die Fahrt mit einem autonomen Fahrzeug so komfortabel wie möglich sein.
Dies fördert Akzeptanz und Vertrauen in die Technologie [Paddeu et al., 2020] und
kann die Einführung der Technologie in den Alltag beschleunigen. Diskomfort und
Unsicherheit zu erkennen ist notwendig, um die Faktoren zu identifizieren, welche
diese bei der Nutzung von HAV erzeugen. Hieraus leitet sich die erste in dieser Ar-
beit präsentierte Forschungsfrage ab:

RQ3: Kann die subjektive Unsicherheit einer Person bei der Nutzung
eines autonomen Fahrzeugs mithilfe von physiologischen und Kontext-
informationen klassifiziert werden?



1.2. Forschungsfragen & Wissenschaftlicher Beitrag 11

Basierend auf Daten einer Fahrsimulatorstudie, welche von der TU Chemnitz
durchgeführt wurde, konnte ein Modell zur Klassifikation von Unsicherheit bei Über-
holvorgänge im simulierten automatisierten Fahren erstellt werden [Trende et al.,
2020]. Hierbei wurde ein Fokus auf die Integration von Kontext-, Nutzer- und phy-
siologischen Messdaten gelegt. Es konnte gezeigt werden, dass eine solche Integrati-
on die Leistung des Modells zur Unsicherheitserkennung verbessert werden konnte
[Trende et al., 2020]. Ein solches Modell kann als Grundlage für ein Fahrassistenz-
system dienen, welches die Fahrdynamik eines HAV dynamisch an das Komfortlevel
der Nutzer:in anpasst.

1.2.4 Personalisierung von HAV Fahrstilen

Um Unsicherheit oder Diskomfort bei der Nutzung von hochautonomen Fahrzeugen
zu vermeiden, kann der Fahrstil an die Präferenzen der Nutzer:in angepasst werden.
Da Autofahren eine komplexe Aufgabe ist, kann sich der präferierte Fahrstil zwischen
verschiedenen Menschen stark unterscheiden [Sagberg et al., 2015]. Eine Möglichkeit,
damit sich das HAV optimal in Bezug auf die persönlichen Präferenzen der Nutzer:in
verhält, ist somit die Anpassung des Fahrstils durch die Nutzer:in. Es stellt sich somit
die folgende Forschungsfrage:

RQ4: Kann die Anpassung des Fahrstils eines HAV an die Präferenzen
der Nutzer:in die Technologieakzeptanz erhöhen?

Hierzu wurde eine Fahrsimulatorstudie durchgeführt in der die Proband:innen
die Möglichkeit hatten den Fahrstil eines simulierten HAV nach ihren Vorlieben
anzupassen. Hierzu wurde die Technologieakzeptanz einer solchen Mensch-Maschine
Schnittstelle mithilfe von zwei Fragebögen erhoben. Die Ergebnisse suggerieren, dass
eine solche Schnittstelle die Akzeptanz von HAV erhöhen könnte und die Adoption
der Technologie beschleunigen kann.
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1.3 Forschungsmethoden

Eine Reihe unterschiedlicher Forschungsmethoden wurden für die in dieser Arbeit
präsentierte Forschung verwendet. Empirische Forschungsmethoden umfassen hier-
bei Fahrsimulatorstudien (s. 2.4) und die Erhebung von Daten mithilfe von Frage-
bögen. Bei allen in dieser Arbeit beschriebenen empirischen Studien war der Autor
dieser Arbeit bei der Planung, Umsetzung und der Durchführung der Studien maß-
geblich beteiligt. Die Fahrsimulatorstudie, welche in Kapitel (5) beschrieben wird,
wurde von MitarbeiterInnen der Forschungsgruppe Allgemeine & Arbeitspsycholo-
gie der TU Chemnitz durchgeführt. Der Autor dieser Arbeit war bei der Planung
der Studie sowie Auswertung der Arbeit beteiligt. Mitarbeiter der Forschungsgruppe
Angewandte Neurokognitive Psychologie der Carl-von-Ossietzky Universität Olden-
burg haben bei der Durchführung der Fahrsimulatorstudie aus den Kapiteln 3 und
4 mitgewirkt. Dies betrifft insbesondere die Messung der Hirnaktivität während der
Fahrsimulatorstudie mithilfe eines fNIRS Systems.
Die in den Studien erhobenen Messdaten wurden durch den Autor statistisch aus-
gewertet. Außerdem wurden Modellen aus dem Bereich des maschinellen Lernens
(s. 2.5.1) mithilfe dieser Messdaten erstellt. Jegliche in dieser Arbeit beschriebenen
Arbeiten zur Datenauswertung und Modellierung wurde vom Autor durchgeführt.

1.4 Aufbau der Arbeit

Kapitel 2 stellt wichtige Grundlagen für die präsentierten Forschungsarbeiten dar.
Hierbei handelt es sich jeweils um eine kurze Einführung der verwendeten For-
schungsmethoden und wichtige Referenzen zum aktuellen Stand der Forschung. Ein
besonderer Fokus wird dabei auf die Grundlagen des maschinellen Lernens und die
verwendeten Methoden gelegt.
Anschließend wird im Rahmen des ersten Anwendungsfalles die Forschungsarbeiten
zu Forschungsfragen RQ1 und RQ2 dargestellt. Das Kapitel 3 stellt die Ergebnisse
zweier unterschiedlicher Modellierungsansätze zur Klassifikation von Abbiegeverhal-
ten von Fahrer:innen vor und umfasst somit die Arbeiten bezüglich RQ1. Hierbei
steht insbesondere die Integration von Daten aus verschiedenen Datenquellen im
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Vordergrund. In Kapitel 4 werden die Ergebnisse von zwei Fahrsimulatorstudien zur
Interaktion von menschlichen Fahrer:innen und HAV in eben jenen Abbiegesituatio-
nen dargestellt. Dabei wird ein weiteres Modell zur Klassifikation des Abbiegeverhal-
tens im hybriden Verkehr präsentiert, wobei auch die Art des Interaktionspartners
in die Modellierung miteinbezogen wird. Zusammenfassend umfasst das Kapitel 4
alle Forschungsarbeiten, welche sich mit der Forschungsfrage RQ2 befassen. Sowohl
Kapitel 3 als auch Kapitel 4 schließen mit einem Fazit ab, welches die Ergebnisse
der im Kapitel präsentierten Ergebnisse diskutiert.
Anschließend werden die Forschungsarbeiten zu Forschungsfrage RQ3 und RQ4 dar-
gestellt. In Kapitel 5 werden die Ergebnisse der Modellierung von subjektiver Un-
sicherheit bei der Nutzung von HAV präsentiert. Hierbei handelt es sich um die
Forschungsarbeiten, welche sich mit der Forschungsfrage RQ3 befassen. Kapitel 6
beschreibt die Ergebnisse der Fahrsimulatorstudie zur Personalisierung des Fahrver-
haltens von automatisierten Fahrzeugen und umfasst somit die Forschungsergebnisse
bezüglich Forschungsfrage RQ4.
Abschließend werden die Ergebnisse dieser Arbeit in Kapitel 7 mit Hinblick auf den
wissenschaftlichen Kontext und Forschungsstand diskutiert. Des Weiteren werden
Limitierungen der Arbeit und Ausblicke für mögliche Verbesserungen beziehungs-
weise Folgeprojekte gegeben. In Tabelle 1.1 findet sich zudem eine Übersicht über
durchgeführte Experimente und erstellten Modelle.
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Kapitel Experiment (Experimentator) Modell

3.3
Fahrsimulatorstudie + fNIRS
(OFFIS & UOL)

Klassifikation von Abbiegeinten-
tion mithilfe von Bayesschen Net-
zen

3.4 s. 3.3
Klassifikation von Abbiegeinten-
tion mithilfe von künstlichen neu-
ronalen Netzen

4.3
Fahrsimulatorstudie (OFFIS
& UOL)

Statistische Auswertung des Ab-
biegeverhaltens

4.4 s. 4.3
Klassifikation des Abbiegeverhal-
tens mithilfe von Bayessches Netz

4.5 s. 4.3
Logistisches Modell des Abbiege-
verhaltens

5 Fahrsimulatorstudie (TUC)

Klassifikation von Unsicherheit
im automatisierten Fahren mit-
hilfe von künstlichen neuronalen
Netzen

6
Fahrsimulatorstudie (DLR-SE
& UOL)

Statistische Auswertung der Fra-
gebögen und Interaktion mit
HMIs

Tabelle 1.1: Übersicht über die für diese Arbeit entworfenen und durchgeführ-
ten Studien und den Modellen, welche auf den experimentellen Daten entwi-
ckelt wurden.
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Kapitel 2

Grundlagen

2.1 Zustands- und Intentionserkennung beim Au-

tofahren

Die Modellierung und Prädiktion von Nutzerzuständen oder Nutzerintentionen wur-
de in der Vergangenheit vielfach für Domänen wie die Arbeitssicherheit [Hernandez
et al., 2011, Jebelli et al., 2018], Flugverkehr [Feng et al., 2018, Masters and Schulte,
2022] oder Autofahren [Green, 1994, Unni et al., 2015, Yan et al., 2017] erforscht.
Bei der Modellierung von Nutzerzuständen sollen meist potenziell gefährliche Zu-
stände, wie Erschöpfung (fatigue), hohe kognitive Arbeitslast (cognitive workload)
oder Stress gemessen oder vorhergesagt werden.
Bei der Intentionserkennung geht es vor Allem darum, Handlungen eines Menschen
vorherzusagen beziehungsweise das Entscheidungsverhalten des Menschen in einer
bestimmten Situation zu modellieren. Ein Beispiel hierfür wäre das Erkennen eines
geplanten Spurwechsels beim Autofahren. Hierbei könnte die Fahrer:in gewarnt wer-
den, falls ein sicherheitskritischer Spurwechsel erkannt wird. Ein weiteres Beispiel für
Interventionsstrategien wäre, dass ein Fahrerassistenzsystem die Steuerung über das
Fahrzeug übernimmt, um eine gefährliche Situation zu verhindern beziehungsweise
einen Unfall zu vermeiden.

19
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Einer der populärsten Bereiche der Forschung zu Nutzerzustandserkennung fokus-
siert sich auf das Messen und Erkennen von hoher kognitiver Arbeitslast [Green,
1994, Unni et al., 2015, van Gent et al., 2018, Yan et al., 2017, Yi et al., 2018].
Hohe kognitive Arbeitslast kann zu Fehlern bei der Durchführung von Aufgaben
führen [Oviatt, 2006]. Erschöpfung ist ein weiteres wichtiges Anwendungsfeld für
Nutzerzustandserkennung beim Autofahren [Hajinoroozi et al., 2016, Zhou et al.,
2020]. Ermüdung kann Fehler bei der Fahrzeugführung verursachen und somit auch
zu sicherheitskritischen Situationen führen [Zhang et al., 2016]. Ein Modell zur Er-
kennung von Ermüdung könnte genutzt werden, um die Fahrer:in auf die Ermüdung
aufmerksam zu machen, damit die Fahrt pausiert wird. Stress beim Autofahren kann
nicht nur zu sicherheitskritischen Situationen führen, sondern auch den Fahrkomfort
reduzieren und somit negative Assoziationen mit der Nutzung des Fahrzeugs bei
der Fahrer:in hervorrufen. Modelle zur Nutzerzustandserkennung können somit ge-
nutzt werden, um stressinduzierende Situationen im Straßenverkehr zu identifizieren
[Bianco et al., 2019]. Im Fall von automatisierten Fahrzeugen kann ein solches Modell
verwendet werden, um herauszufinden, welches automatisierte Fahrverhalten für ei-
ne Nutzer:in Stress induziert beziehungsweise unkomfortabel ist [Healey and Picard,
2000, Healey and Picard, 2005, Beggiato et al., 2018, Chung et al., 2019].
Ein großer Teil der Unfälle im Straßenverkehr lassen sich auf menschliche Fehler
zurückführen [Treat et al., 1979]. Ein wichtiger Faktor ist hierbei das falsche Ein-
schätzen von Geschwindigkeiten oder generell das Verhalten von anderen Verkehrs-
teilnehmerInnen [Treat et al., 1979]. Solche sicherheitskritischen Entscheidungen be-
ziehungsweise Fahrmanöver können durch eine Intentionserkennung erkannt werden.
Anschließend kann eine Interventionsstrategie initiiert werden. Mögliche Interven-
tionsstrategien sind zum einen die Kommunikation beziehungsweise Warnung der
Fahrer:in. Auch ein direkteres Eingreifen in die Fahrdynamik, wie zum Beispiel das
Einleiten einer Notbremsung, ist denkbar.
Intentionserkennung beim Autofahren wurde in der Vergangenheit bereits von vie-
len Forschergruppen untersucht [Liu and Salvucci, 2001, Berndt et al., 2008, Ola-
biyi et al., 2017, Ba et al., 2017]. Das Ziel hierbei ist meist die Entwicklung und
Verbesserung von Fahrassistenzsystemen. [Liu and Salvucci, 2001] präsentieren eine
Methodik, um Fahrverhalten und Intention einer Fahrer:in zu modellieren und vor-
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herzusagen. Die Forscher:innen argumentieren, dass sich die Intention einer Fahrer:in
anhand der aktuellen Lenkbewegungen, dem Blickverhalten und Informationen über
die aktuelle Verkehrssituation vorhersagen lässt.
Meist werden diese Zustände beziehungsweise Intentionen mithilfe von statistischen
Verfahren modelliert. Heutzutage sind besonders Modelle aus dem Bereich des ma-
schinellen Lernens weit verbreitet. Auf diese Art der Modellierung wird im Abschnitt
2.5.1 eingegangen. Die für diese Modelle verwendeten Daten können mit einer Viel-
zahl verschiedener Sensoren erhoben werden. In den folgenden Abschnitten werden
insbesondere neuro- und psychophysiologische Messverfahren genauer erläutert. Wei-
tere wichtige Sensorquellen erfassen unter Anderem Kontextinformationen, wie zum
Beispiel Informationen über andere Verkehrsteilnehmer. Solche Daten können etwa
mithilfe von Methoden zur Umfelderfassung, wie LIDAR oder Kameras, aufgezeich-
net werden. Des Weiteren können Informationen über die Fahrdynamik des Fahr-
zeuges verwendet werden. Diese Daten können direkt über den CAN-Bus ausgelesen
und verwendet werden.

2.2 Psychophysiologische Messverfahren

Psychophysiologische Messverfahren sind eine der gängigsten Messverfahren zur Nutzerzustands-
und Intensionserkennung. Allgemein gibt es eine Vielzahl unterschiedlicher psycho-
physiologischen Messverfahren. Grundlegend werden hierbei Änderungen physiologi-
scher Eigenschaften des Menschen gemessen. Das Ziel ist die Änderungen aufzuzeich-
nen, welche mit einer Veränderung des Nutzerzustands oder Verhaltens korrelieren.
Basierend auf diesen Messdaten können anschließend Modelle entwickelt werden, wel-
che die Änderungen des Nutzerzustands oder Verhaltens erkennen oder vorhersagen.
Selbstauskünfte einer Proband:in über ihren Zustand können durch Emotionen oder
Affekte verzerrt sein. Psychophysiologische Messverfahren bieten hingegen eine di-
rektere Messung dieser Zustände, da die so gemessenen Indikatoren meist nicht unter
bewusster Kontrolle der Proband:Innen stehen, sondern vom sympathischen Nerven-
system gesteuert werden. Die wichtigsten Indikatoren für solche Zustands- oder Ver-
haltensänderungen sind die Erhöhung der Herzfrequenz (Pulsfrequenzmessung), das
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Blickverhalten und Pupillendurchmessers (Blickerfassung und Pupillometrie) und
die Änderung des elektrischen Hautleitwiderstands (Messung elektrodermalen Akti-
vität). Heutzutage gibt es für diese Messverfahren bereits handliche Sensorik, welche
von Nutzer:innen ohne großen Störfaktor während eines Experiments oder des All-
tags verwendet werden kann (s. Abb. 2.1).
Sowohl in Realfahr- wie auch Fahrsimulatorstudien wurden Herzrate (HR) und Herz-
ratenvariabilität (HRV) als Indikatoren für Anstrengung, Stress und Workload iden-
tifiziert [Dijksterhuis et al., 2011, Mehler et al., 2012, Mehler et al., 2012]. In der
Regel steigt die HR und die HRV sinkt bei stressigen Situationen oder anspruchsvol-
len Aufgaben. HRV ist ein Indikator für die Aktivität des parasympathischen und
sympathischen Nervensystems [Thayer and Lane, 2009]. Eine niedrige HRV ist ein
Indikator für Aktivität des sympathischen Nervensystems, was wiederum in Verbin-
dung mit Stress beziehungsweise hoher kognitiver Last steht [Solhjoo et al., 2019].
[Beggiato et al., 2018] verwendete HR und HRV in Fahrsimulatorstudien, um die sub-
jektive Unsicherheit der Proband:innen während einer simulierten autonomen Fahrt
zu untersuchen. In dieser Studie verringerte das autonome Fahrzeug den Abstand
zu einem vorrausfahrenden LKW zunehmend. Dies sollte Unsicherheit bezüglich des
sicheren Fahrverhaltens des autonomen Fahrzeuges bei den Proband:innen erzeugen.
Wie erwartet sank die HRV der Proband:innen beim Auffahren auf den vorrausfah-
renden LKW was wiederum ein steigendes Stresslevel bei den Proband:innen sugge-
riert.
Die Hautleitfähigkeit beziehungsweise elektrodermale Aktivität ist ein weiterer psy-
chophysiologischer Indikator, welcher gemessen wird, um Stress oder kognitive Ar-
beitslast zu erkennen [Dawson et al., 2017, Morris et al., 2017]. Die Hautleitfähigkeit
steigt mit zunehmendem Stress und Schwierigkeit der kognitiven Aufgaben. Grund-
legend hierfür ist, dass das sympathische Nervensystem die Schweißsekretion und
Blutfluss bei Stress erhöht. Hierdurch vergrößert sich unter Stress entsprechend die
Hautleitfähigkeit.
Auch Eye Tracker sind seit vielen Jahrzehnten ein gängiges Messgerät in Studien in
der Stress- und Workloadforschung. Hierbei wird der Blickpunkt, der Pupillendurch-
messer und die Blinzelfrequenz, als Indikatoren für Stress und kognitive Arbeitslast
untersucht [Andreassi, 2010, Cowley et al., 2016, Beggiato et al., 2018]. Viele Stu-
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dien zeigen, dass der Pupillendurchmesser sich bei schweren Aufgaben mit hohem
kognitiven Workload vergrößert [Boucsein and Backs, 2000, Andreassi, 2010, Cowley
et al., 2016]. Dies führt zu der Hypothese, dass der Pupillendurchmesser auch für Ex-
perimente zur Messung von Stress und Unsicherheit genutzt werden kann [Beggiato
et al., 2018]. Es konnte zudem gezeigt werden, dass die Blinzelfrequenz ein Indikator
für die Schwierigkeit einer Aufgabe und dem kognitiven Workload sind [Andreassi,
2010, Cowley et al., 2016]. [Backs et al., 2000] haben gezeigt, dass die Blinzelfrequenz
bei komplexen Situationen beim Autofahren abnimmt.
Es gilt zu beachten, dass psychophysiologische Messverfahren zwar die Änderung
eines Indikators messen können, jedoch können die Gründe für diese Änderungen
vielfältig sein und werden unter Umständen nicht von dem im Experiment präsen-
tierten Stimulus verursacht. Neuroimaging Methoden haben das Potential zu einer
genaueren Bestimmung von Nutzerzuständen durch die direkte Messung von Gehirn-
aktivität. Die Grundlagen für diese Methoden werden im folgenden Kapitel einge-
führt.

2.3 Neuroimaging

Neuroimaging bezeichnet bildgebende Messverfahren des Nervensystems. Sie erlau-
ben die strukturelle und funktionelle Untersuchung des zentralen Nervensystems
und werden meist zur Studie des menschlichen Gehirns verwendet [Savoy, 2001].
Eine wichtige Grundlage vieler Neuroimaging Verfahren ist die sogenannte Hämo-
dynamik, welche die Dynamik des Blutflusses in Gefäßen beschreibt. Hierbei wird
die Hämoglobinkonzentration im Hirngewebe gemessen, welche mit der neuronalen
Aktivität im entsprechenden Hirnareal korreliert. In dieser Arbeit wurde in einem
Experiment funktionelle Nahinfrarotspektroskopie (fNIRS - functional near-infrared
spectroscopy) zur Messung der Hirnaktivität der Proband:innen verwendet. Weite-
re populäre Neuroimaging Methoden sind die Magentresonanztomographie (MRT),
Elektroenzephalografie (EEG) und Magnetoenzephalographie (MEG).
FNIRS ist ein nichtinvasives Neuroimaging Verfahren, welches verwendet wird, um
die Funktionsweise und Aktivität des menschlichen Cortex zu untersuchen. Wie oben
beschrieben werden hierbei Änderungen der Hämoglobinkonzentration gemessen. Ei-
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Abbildung 2.1: Links oben: Herzfrequenzmessgerät [Commons, 2009]. Rechts
oben: Sensor zur Messung der elektrodermalen Aktivität [Zyto, 2022]. Links
unten: Eye Tracker [Commons, 2014]. Rechts unten: Druckmatte für den Au-
tositz [Sensors, 2022].
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ne wichtige Grundlage für die Entwicklung der ersten fNIRS Geräte war Frans Jobsis
Entdeckung, dass Hirngewebe ein hohes Level an Transparenz im Nahinfrarotbereich
hat [Jöbsis, 1977]. Diese Erkenntnis ermöglichte die Echtzeitmessung der Hämoglo-
binkonzentration im Hirngewebe mithilfe von Licht im Nahinfrarotbereich [Ferrari
et al., 1980, Wyatt et al., 1986], wobei Änderungen in der Lichtabsorption im Blut-
fluss gemessen werden [Delpy and Cope, 1997]. Ein Vorteil von fNIRS und Neuroi-
maging Verfahren im Allgemeinen ist, dass sie nichtinvasive und direktere Messver-
fahren sind. Subjektive Angaben von Proband:innen können durch eine Vielzahl von
Faktoren, wie kognitive Biases oder soziale Norme beeinflusst werden. Neuroimaging
bietet, wie auch die psychophysiologischen Messverfahren, eine direktere und idea-
lerweise unvoreingenommene Methode zur Messung von Zuständen und Intensionen
der Proband:innen. Ein weiterer wichtiger Vorteil beider Messverfahren ist, dass sie
im Gegensatz zu Aussagen der Proband:innen, kontinuierlich gemessen werden kön-
nen. In einer stressigen Situation kann eine Proband:in vergessen Rückmeldung zu
geben. In diesem Fall wäre eine kontinuierliche Messung mithilfe eines der genannten
Messverfahren von Vorteil.
Neuroimaging Verfahren wurde in den letzten Jahrzehnten bereits vielfach für die
Forschung im Bereich des Autofahrens verwendet [Haghani et al., 2021]. Anwen-
dungsbereiche sind hierbei sowohl die Zustand- als auch die Intensionserkennung.
Sowohl [Khan and Hong, 2015], als auch [Ahn et al., 2016] präsentierten passive
Gehirn-Computer Schnittstellen zur Müdigkeitserkennung beim Autofahren mithilfe
von fNIRS. Studien wie z.B. [Unni et al., 2015, Shimizu et al., 2009, Herff et al., 2017]
untersuchten die kognitive Arbeitslast beim Autofahren mithilfe von fNIRS. Des
Weiteren wurde fNIRS vielfach für die Intensionerkennung beim Fahren verwendet
[Haghani et al., 2021]. Hierzu zählen die Intensionserkennung von (Not-)bremsungen
[Hernández et al., 2018, Haufe et al., 2014, Haufe et al., 2011, Kim et al., 2014],
Beschleunigen [Vecchiato et al., 2019] oder Abbiegen [Zhang et al., 2015].
In den letzten Jahren wurde bereits großer Fortschritt in der Entwicklung von tragba-
ren neurophysiologischen Messsystemen, wie EEG [Casson, 2019] und fNIRS [Piper
et al., 2014] gemacht. Diese ermöglichen auch die Aufnahme von Hirnaktivität wäh-
rend alltäglichen Handlungen, wie dem Autofahren. Trotzdem werden die meisten
Neuroimaging Studien für den Anwendungsfall des Autofahrens in einem Fahrsimula-
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tor durchgeführt. Grund hierfür sind vor Allem, dass die experimentellen Bedingun-
gen sehr genau kontrolliert werden können und, dass präzisere neurophysiologische
Messsysteme nicht portabel sind. Im Folgenden Kapitel wird ein Überblick über die
Grundlagen von Fahrsimulatorstudien gegeben.

Abbildung 2.2: Probandin mit fNIRS Kappe. [Commons, 2019]

2.4 Fahrsimulatorstudien

Fahrsimulatorstudien wurden erstmals in den 1950er Jahren verwendetet um das
Fahrverhalten von Menschen in einer virtuellen Umgebung zu untersuchen. Das pro-
minenteste Beispiel hierfür war der Drivotrainer von Aetna [Peek, 2018]. Bedingt
durch den technologischen Fortschritt im Bereich der Rechnertechnik wurden in den
kommenden Jahrzehnten mehr und mehr Fahrsimulatoren in der Automobilindus-
trie, an Universitäten und Forschungsinstituten verwendet [Blana, 1996].
Fahrsimulatoren haben in der einfachsten Ausführung drei essentielle Komponenten:
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Jeder Fahrsimulator besitzt ein Gerät zur Darstellung der Fahrsimulation. Dies kann
ein Monitor, eine Leinwand inklusive Beamer oder eine Virtual-Reality Brille sein
[Schultheis et al., 2007]. Des Weiteren besitzt jeder Fahrsimulator ein Gerät für Steue-
rung des virtuellen Fahrzeugs durch die Nutzer:in. Im einfachsten Fall kann dies eine
Tastatur sein. In der Regel besitzen jedoch die meisten Fahrsimulatoren ein Lenkrad
und Brems- und Gaspedale. In seltenen Fällen wird zudem ein Kupplungspedal und
Schalthebel verwendet. In umfangreicheren Simulatoren sind diese Eingabegeräte in
einem sogenannten Fahrzeug-Mockup integriert. Ein Fahrzeug-Mockup bezeichnet
hier ein Fahrzeug beziehungsweise Teile einer Fahrzeuges, in der die Proband:innen
sich während einer Studie aufhalten (s. 2.3). Ein solches Mockup soll die Immersion
der Fahrsimulatorstudie vergrößern. Dieses Fahrzeug-Mockup kann statisch sein oder
sich auf einer bewegbaren Plattform befinden. Ein dynamischer Fahrsimulator ver-
spricht ein realistischeres, virtuelles Fahrgefühl indem er versucht durch Bewegung
die physikalischen Kräfte, welche bei einer echten Autofahrt auftreten würden, zu
replizieren. Hierdurch kann unter Umständen auch das Auftreten von Bewegungs-
krankheit, welches bei statischen Fahrsimulatoren häufiger der Fall ist, verhindert
werden [Blana, 1996]. Die letzte essentielle Komponente eines Fahrsimulators ist die
Fahrsimulatorsoftware. Diese verarbeitet die Eingabe der Nutzer:innen, wie Lenken
oder das Drücken des Gaspedals, und überträgt sie in die virtuelle Umgebung. Die
Fahrsimulatorsoftware übernimmt entsprechend auch die Simulation der virtuellen
Umgebung beziehungsweise des simulierten Verkehrsszenarios. Hierbei müssen nicht
nur das Fahrverhalten des virtuellen Fahrzeuges, welches durch die Proband:in ge-
steuert wird, simuliert und abgebildet werden, sondern auch das Verhalten aller
anderen virtuellen Verkehrsteilnehmer. Einige Fahrsimulatorsoftwares bieten zudem
die Möglichkeit mehrere Fahrsimulatoren zu verbinden und somit Experimente mit
mehreren Proband:innen durchzuführen. In der Regel bieten Fahrsimulatorsoftwares
noch Softwarekomponenten zur Erstellung der Verkehrsszenarios mithilfe einer grafi-
schen Benutzeroberfläche. Beispiele für populäre Fahrsimulatorsoftwares sind SILAB
[Krüger et al., 2005], CarMaker [Automotive, 2022] und CARLA [Dosovitskiy et al.,
2017].
Fahrsimulatoren bieten einige große Vorteile gegenüber Realfahrstudien. Der erste
Vorteil ist die Reproduzierbarkeit von experimentellen Bedingungen [Zhang et al.,
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2020]. Fahrsimulatoren nutzen in der Regel eine Softwarekomponente, um das De-
sign der Verkehrssituation zu beschreiben. Diese Verkehrssituationen können sowohl
randomisierte wie auch deterministische Elemente enthalten. So kann ein bestimm-
tes computergesteuertes Fahrzeug immer zum gleichen Zeitpunkt in der Simulation
erscheinen. Auf diese Weise lässt sich für jeden Versuchsdurchlauf die gleiche Ab-
biegesituation mit der gleichen Lückengröße reproduzieren. Ein weitere wichtiger
Vorteile ist, dass Fahrsimulatoren eine sichere Umgebung für die Proband:innen und
ExperimentatorInnen bietet [Zhang et al., 2020]. Dies ist insofern wichtig für Stu-
dien, welche sicherheitskritische Situationen, wie Abbiege- oder Einfädelmanöver,
untersuchen [Blana, 1996].
Es muss jedoch auch erwähnt werden, dass die Validität von Fahrsimulatorstudien
immer noch diskutiert wird [Blana, 1996, Kaptein et al., 1996, De Winter et al.,
2007, Branzi et al., 2017, Wynne et al., 2019, Luzuriaga et al., 2021]. Selbst der tech-
nisch fortschrittlichste Fahrsimulator kann die Erfahrung einer realen Autofahrt nicht
vollständig replizieren. Dies liegt unter Anderem an den fehlenden beziehungsweise
nur nachgestellten, physikalischen Kräften bei der Nutzung eines Simulators [Kap-
tein et al., 1996, Blana, 1996, Wynne et al., 2019]). Trotz der sich stets verbessernder
Darstellung beziehungsweise Grafik der virtuellen Umgebung ist der Unterschied zu
einer realen Verkehrssituation deutlich erkennbar. Zuletzt ist es wichtig zu erwähnen,
dass die Immersion einer Fahrsimulation leicht durch einen virtuellen Unfall gestört
werden kann.
Die in dieser Arbeit präsentierten Studien wurden mithilfe des Fahrsimulators der
Carl-von-Ossietzky Universität, Oldenburg (s. Fig. 2.3) und dem Fahrsimulator der
Technischen Universität Chemnitz durchgeführt. Der Fahrsimulator der Universi-
tät Oldenburg besitzt ein Sichtfeld von 150◦ und der Simulator der TU Chemnitz
hat ein Sichtfeld von 180◦. Beide Fahrsimulator haben ein realitätsgetreues, stati-
sches Fahrzeugmockup. Die Simulatoren sind mit einem Lenkrad und Gas- sowie
Bremspedal ausgestattet. SILAB [Krüger et al., 2005] wurde als Simulationssoftwa-
re für alle Studien verwendet. SILAB kann die Fahrdynamik, wie Geschwindigkeit
und Beschleunigung, während des Experiments aufzeichnen. Außerdem bietet SILAB
die asynchrone Kommunikation zwischen verschiedenen DPUs. DPUs sind Module,
welche die Funktionalität der Simulationssoftware erweitern und speziell für Studi-
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en programmiert werden können. Mithilfe von DPUs können zum Beispiel Mensch-
Maschine-Schnittstellen sowie Fahrerassistenzsysteme implementiert werden. Außer-
dem können (neuro-)physiologische Sensoren (s. 2.2 & 2.3) mithilfe von DPUs mit
der Simulationssoftware synchronisiert werden.

Abbildung 2.3: Fahrsimulator der Carl-von-Ossietzky Universität Oldenburg

Vor dem eigentlichen Experiment absolvieren die Proband:innen in der Regel
eine Trainingsfahrt. Diese Trainingsfahrt dauert meist 10 bis 15 Minuten und soll
ihnen helfen sich an die virtuelle Simulationsumgebung und die Fahrdynamik des
Fahrzeuges zu gewöhnen. Fahrsimulatorstudien können bei etwa 10-20% der Pro-
band:innen Bewegungskrankheit hervorrufen. Für die Teilnahmen an einer Fahrsi-
mulatorstudie müssen die Proband:innen einen gültigen Führerschein besitzen, da
die simulierten Verkehrsszenarien sich am lokalen Straßenverkehr orientieren. Des
Weiteren erhalten alle Proband:innen eine monetäre Belohnung für ihre Teilnahme
an den Studien. Die in dieser Arbeit präsentierten experimentellen Studien wurden
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vor der Durchführung von der Kommission für Forschungsfolgenabschätzung und
Ethik der Carl-von-Ossietky Universität geprüft.

2.5 Maschinelles Lernen

2.5.1 Einführung

Wie bereits in Kapitel 2.1 beschrieben, wird für Nutzerzustands- oder Intentionser-
kennungsmodelle nicht nur Sensorik sondern auch ein Modell benötigt, welches aus
den Messdaten der Sensorik einen Zustand oder Intention schätzt. Hierbei werden
in der Regel statistische Modelle, wie Modelle des maschinellen Lernens verwendet.
Maschinelles Lernen (Machine Learning) hat in den letzten Jahrzehnten Anwendung
in vielen Bereichen gefunden. Klassischerweise liegt einem Machine Learning Modell
ein Datensatz bestehend aus Datenpunkten von mehreren Variablen zu Grunde.
Meist soll anhand einer Menge dieser Variablen (Features) eine oder mehrere weitere
Variable dieses Datensatz vorhersagt werden. Machine Learning Modelle versuchen
diese Input-Ouput Relation zwischen den Variablen zu modellieren.
In Abbildung 2.4 findet sich ein Beispiel für einen klassischen Anwendungsfall für
maschinelles Lernen basierend auf dem sogenannten Iris Datensatz . Hierbei sind die
Datenpunkte der Feature Kelchblattweite gegen Kelchblattlänge für die zwei Arten
Iris Setosa (blau) und Iris Versicolor (orange) aufgetragen. Die gestrichelte Linie
symbolisiert ein hypothetisches, lineares Modell, welches den Datensatz entsprechend
der beiden Arten fast perfekt separiert. Hierbei handelt es sich um ein Klassifikati-
onsmodell. Neben Klassifikationsmodellen gibt es auch sogenannte Regressionsmo-
delle. Hierbei wird anhand einer Menge an Inputfeatures nicht eine diskrete Klasse
vorhergesagt, sondern ein kontinuierlicher Wert der Outputvariable.
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Abbildung 2.4: Klassifikation von Schwertlilienarten anhand ihrer Morphologie
mithilfe des sogenannten Iris Datensatzes [Fisher, 1936]. In dieser Abbildung
wurde die Kelchblattweite gegen die Kelchblattlänge für die Iris Setosa (blau)
und Iris Versicolor (orange) aufgetragen. Ein hypothetisches lineares Klas-
sifikationsmodell (graue Linie) kann die beiden Arten bzgl. der dargestellten
Eigenschaften bis auf einen Datenpunkt richtig klassifizieren.

2.5.2 Training von Machine Learning Modellen

Jedes Machine Learning Modell muss an die verwendeten Daten angepasst bezie-
hungsweise trainiert werden. Ein Modell besitzt mehrere freie Parameter, welche ite-
rativ verändert werden, sodass der Fehler zwischen dem Output des Modells und der
Zielvariable minimiert wird. Dies geschieht in der Regel mithilfe einer sogenannten
Trainingsmenge des Datensatzes. Nach Beendigung des Trainings wird das Modell
auf einer Testmenge evaluiert. Diese Testmenge wird nicht im Training verwendet.
Würde man das Modell auf dem Gesamtdatensatz trainieren und evaluieren würde
das Modell mit hoher Wahrscheinlichkeit an diesen überangepasst werden (overfit-
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ting) (s. Abb. 2.5). Dies bedeutet, dass das Modell auf diesen Daten eine sehr gute
Performance aufweist, jedoch nicht sehr gut für neue Daten funktionieren wird. In
der Regel soll ein Modell so generalisierbar wie möglich sein und somit auch mit Da-
ten funktionieren, welche nicht in der Trainingsmenge vorhanden waren. Ein weiterer
Grund, welcher zu Overfitting führen kann ist, dass ein Modell zu viele Freiheitsgra-
de beziehungsweise freie Parameter hat und sich das Modell zu gut an den Datensatz
anpasst. Im Gegensatz zum Overfitting kann es auch vorkommen, dass ein Modell
unterangepasst (underfitting) (s. Abb. 2.5) ist und somit die Komplexität der ge-
gebenen Daten nicht abbilden kann. Dies kann beispielsweise passieren, wenn ein
lineares Modell für ein nicht-lineares Problem trainiert wird. Ein weiterer Grund
hierfür kann sein, dass das Modell nicht ausreichend lange für das gegebene Problem
trainiert beziehungsweise optimiert wurde.

Abbildung 2.5: Drei verschiedene Modelle (orange) welche für die Datenpunk-
te (blau) trainiert wurden. Links: Underfitting: Ein lineares Modell, welches
nicht komplex genug für die Daten ist. Mitte: Ein Modell mit ausreichender
Komplexität. Rechts: Overfitting: ein Modell mit zu hoher Komplexität.

Mithilfe von Regularisierung können Over- beziehungsweise Underfitting verhin-
dert werden. Hierbei wird der der Fehlerfunktion des Modells ein weiterer Term
hinzugefügt. Dieser Term besteht aus dem Regularisierungskoeffizienten λ und einer
Regularisierungsfunktion R(w). Häufig wird hierbei die L2 Regularisierung verwen-
det [Hastie et al., 2009]. Die Regularisierungsparameter λ kann frei gewählt und
optimiert werden. Ein großes λ führt zu einer Präferenz für simple Modelle, was zu
Underfitting führen kann. Entsprechend kann ein kleines λ zu Overfitting führen.
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Um Overfitting zu verhindern können außerdem Kreuzvalidierungsverfahren verwen-
det werden. Eines der gängigsten Kreuzvalidierungsverfahren ist die sogenannte k-
fold Kreuzvalidierung [Hastie et al., 2009]. Der Gesamtdatensatz wird hierbei zuerst
zufällig permutiert und anschließend in k gleichgroße Teildatensätze unterteilt. An-
schließend wird das Modell auf k− 1 Teildatensätzen trainiert und anschließend auf
dem verbleibenden Teildatensatz evaluiert (s. Abb. 2.6. Das Training und Evaluation
wird k mal wiederholt, sodass jeder der k Teildatensätze einmal als Testdatensatz
verwendet wurde. Abschließend können Mittelwerte für die gewünschten Metriken
ermittelt werden.

Abbildung 2.6: Schematische Darstellung der k-Fold Kreuzvalidierung. Der
Datensatz (grau) wird in fünf verschiedene Variationen an Training- (blau)
und Testdatensätze (orange) aufgeteilt [Hastie et al., 2009].

2.5.3 Evaluation von Klassifikationsmodellen

Gängige Metriken für die Evaluation von Klassifikationsmodellen sind die Accuracy,
die Wahr-Positiv Rate (Sensitivität), die Falsch-Positiv Rate und die Fläche unter
der sogenannten Receiver Operating Characteristic (ROC ), welche als Area-under-
Curve (AUC ) bezeichnet wird. Die folgenden Größen müssen berechnet werden, um
die Accuracy eines binären Klassifikators zu berechnen: Die Richtig-Positiven (True
Positive - TP) bezeichnen diejenigen Instanzen des Datensatzes für die sowohl der
Klassifikator als auch die Ground Truth positiv sind. Die Ground Truth bezeich-
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net die wahre Klasse einer Instanz des Datensatzes. Entsprechend sind die Richtig-
Negativen (True negatives - TN) alle Instanzen in denen sowohl die Klassifikation
als auch die Ground Truth negativ sind. Falsch-Negative (False negative - FN) und
Falsch-Positive (false positive - FP) sind zuletzt also jene Instanzen des Datensat-
zes in denen die Klassifikation jeweils nicht mit der Ground Truth übereinstimmt.
Diese vier Größen bilden auch die essenziellen Bestandteile einer Konfusionsmatrix
(s. Abb. 2.7). Eine solche Konfusionsmatrix ermöglicht es einen schnellen Überblick
über die Performance eines Klassifikationsmodells zu bekommen.

Abbildung 2.7: Beispiel einer Konfusionsmatrix für einen Testdatensatz mit
insgesamt 200 Instanzen.

Mit den gerade beschriebenen Größen kann nun die Accuracy berechnet werden.
Sie gibt den prozentualen Anteil an richtigen Klassifikationen des Modells an:

Accuracy =
TP + TN

TP + TN + FP + FN
(2.1)

Zwei weitere wichtige Metriken sind die Sensitivität und Falsch-Positiv Rate
(false-positive-rate - FPR):
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TPR =
TP

TP + FN
(2.2)

FPR =
FP

FP + TN
(2.3)

Diese beiden Größen bilden auch die Grundlage für eine sogenannte Grenzwert-
optimierungskurve (Receiver operating characteristic - ROC). Hierbei werden beide
Größen für unterschiedliche Klassifikationsschwellwerte des Modelles berechnet und
gegeneinander aufgetragen (s. Abb. 2.8). Die Performance eines Klassifikators ist
umso besser je größer die Fläche unter seiner ROC-Kurve ist (Area-under-curve -
AUC). Dies bedeutet, dass die FPR minimiert und die TPR maximiert wird.

Abbildung 2.8: Beispiel für eine Grenzwertoptimierungskurve. Hierbei wird die
Wahr-Positiv Rate (Sensitivität) gegen die Falsch-Positiv Rate (Spezifität) für
unterschiedliche Klassifikationsschwellwerte eines Klassifiziers aufgetragen.
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2.5.4 Feature Importance Analyse

Je komplexer ein Machine Learning Modell ist, desto schwieriger ist die Interpreta-
tion des Modelles. Im Gegensatz zu leicht interpretierbaren Machine Learning Mo-
dellen, wie Entscheidungsbäumen, linearen Regressionen oder Bayesian Netzwerken,
werden komplexere Modelle auch als Black Box Modelle bezeichnet. Hierzu zählen
unter Anderem die Modelle aus dem Bereich des Deep Learnings.
In den letzten Jahrzehnten wurden viele Methoden entwickelt, welche darauf abzie-
len diese Black Box Modelle zu interpretieren. Eine Art einer solchen Analyse die
sogenannte Feature Importance Analysis. In dieser Arbeit wurde SHAP (SHapley
Additive exPlanations) [Lundberg and Lee, 2017] für die Feature Importance Analy-
se der erstellten Klassifikationsmodelle verwendet. SHAP bietet den großen Vorteil,
dass es nicht nur die Feature Importance für einen kompletten Datensatz berechnen
kann, sondern auch den Beitrag eines jeden Features für eine einzelne Klassifikation.
Wie der Name bereits andeutet bilden Shapley Werte die Grundlage für SHAP.
Shapley Werte sind eine Methode aus der kooperativen Spieltheorie [Shapley, 1997].
Mithilfe von SHAP Werten lässt sich der Beitrag einer jeden Spieler:in in einem
kooperativen Spiel bestimmen. Außerdem lässt sich ermitteln, welchen Gewinn je-
de einzelne Spieler:in erwarten kann. SHAP liegt die grundlegende Idee zu Grunde,
dass die einzelnen Features eines Klassifikationsmodelles die Spieler:innen in einem
solchen kooperativen Spiel sind. Mithilfe von SHAP und entsprechend den Shapley
Werten lässt sich nun der Beitrag beziehungsweise die Wichtigkeit φj eines einzelnen
Features für eine Instanz des Datensatzes und des entsprechenden Modelloutputs
bestimmen. Der Shapley Wert eines Features j kann wie folgt berechnet werden
[Štrumbelj and Kononenko, 2014]:

φ̂j =
1

M

M∑
m=1

(f̂(x+j) − f̂(x−j) (2.4)

Hierbei wird die mittlere Differenz zwischen dem Modeloutput f(x+j) und dem
Modellouput f(x−j) berechnet. x+j entspricht dem Modellinput mit zufälligen Fea-
turewerten für alle Feature außer Feature j. In x−j sind die Featurewerte des Features
j auch zufällig. Diese Differenz wird M mal berechnet und anschließend gemittelt.
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Oft wird die globale Wichtigkeit Ij eines Features j berechnet:

Ij =
1

n

n∑
i=1

|φ(i)j | (2.5)

wobei |φ(i)j | der Shapley Wert des Features j und Instanz i des Datensatzes der
Größe n ist.
SHAP Werte werden meist mithilfe von zwei verschiedenen Abbildungen dargestellt.
Die simpelste Variante der Visualisierung ist ein einfacher Barplot, welcher den
durchschnittlichen, absoluten SHAP Wert für jedes einzelne Feature des Modells
darstellt (s. Abb. 2.9). Je größer der globale SHAP Wert, desto mehr trägt das ent-
sprechende Feature zur Klassifikation des Modells bei.

Abbildung 2.9: Beispiel für die Visualisierung von SHAP-Werten mithilfe ei-
ner Balkendiagramms Abbildung. Gezeigt sind die mittleren, absoluten SHAP
Werte für ein Klassifikationsmodelle. Feature 1 hat in diesem Modell den größ-
ten Einfluss auf die korrekte Klassifikation des Modells.

Eine weitere wichtige Visualisierung der SHAP Werte ist die sogenannte Bees-
warm Abbildung. Hierbei werden die SHAP Werte jedes Features für eine Menge an
Instanzen des Datensatzes aufgetragen. Die so aufgetragenen Punkte werden in der
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Regel entsprechend ihrer normalisierten Featurewerten farbkodiert (s. Abb. 2.10).
Diese Visualisierung ermöglicht eine Einschätzung, nicht nur über den Beitrag eines
jeden Features zu einer Prädiktion (SHAP Wert), sondern auch, wie der Wert eines
bestimmten Features sich auf den SHAP Wert auswirkt. In Abbildung 2.10 sind die
SHAP Werte für ein hypothetisches Klassifikationsmodell dargestellt. Es lässt sich
erkennen, dass hohe Werte des Features 1 sehr wichtig für die korrekte Klassifikation
der positiven Klasse sind (hohe SHAP Werte). Entsprechend deuten die niedrigen,
negativen SHAP Werte für Feature 1 darauf hin, dass kleine Werte stark zur Klas-
sifikation von der negativen Klasse beitragen.
Entsprechend sind hohe Werte des Features 2 für die Klassifikation der negativen
Klasse relevant. Feature 4 hat generell niedrige SHAP-Werte unabhängig vom Fea-
turewert. Dies deutet darauf hin, dass das Klassifikationsmodell dieses Feature nicht
für eine Klassifikation nutzt.

Abbildung 2.10: Beispiel für die Visualisierung von SHAP Werten mithilfe
einer Beeswarm Abbildung. Wie auch in Abbildung 2.9 sind die SHAP-Werte
für ein hypothetisches Klassifikationsmodell dargestellt.

2.5.5 Bayessche Netze

Ein Modell des maschinellen Lernens, welches in dieser Arbeit verwendet wird, ist
das sogenannte Bayessche Netz. Für diese Arbeit wurde nur mit diskreten Zufalls-
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variablen gearbeitet, weshalb sich auch die folgende Einführung nur auf diskrete
Zufallsvariablen bezieht. Bei einem Bayesschen Netz handelt es sich um ein proba-
bilistisches, graphisches Modell [Stephenson, 2000]. Es stellt die multivariate Wahr-
scheinlichkeitsverteilung einer Menge von Variablen und ihre Abhängigkeiten unter-
einander mithilfe eines gerichteten azyklischen Graphen dar (DAG). Ein gerichteter
azyklischer Graph besteht aus Knoten und Kanten und darf keine Zyklen enthalten.
In einem gerichteten Graph deutet eine Kante in eine bestimmte Richtung. In einem
Bayesschen Netz werden die Variablen als Knoten und ihre Abhängigkeiten als Kan-
ten dargestellt. Eine solche multivariate Wahrscheinlichkeitsverteilung ist definiert
als [Stephenson, 2000]:

P (X) =

n∏
i=1

P (Xi|parents(Xi)) (2.6)

Wobei P (Xi|parents(Xi)) eine sogenannte bedingte Wahrscheinlichkeit darstellt.
Die bedingte Wahrscheinlichkeit (z.B. P (A|B)) lässt sich mathematisch mittels das
Satz von Bayes berechnen. Hierbei wird die Wahrscheinlichkeit für das Eintreten ei-
nes Ereignisses A unter der Bedingung berechnet, dass der Zustand eines Ereignisses
B bekannt ist:

P (A|B) =
P (B|A)P (A)

P (B)
(2.7)

In Abbildung 2.11 ist ein Bayessches Netz für eine vereinfachte Variante des
in [Pearl, 2011] dargestellten Sprinklerproblems, dargestellt. Es besitzt die Knoten
Sprinkler,Rain undGrassWet, sowie die Kanten (Rain, Sprinkler), (Sprinkler,GrassWet),
(Rain,GrassWet). Jeder Knoten besitzt die zwei Zustände True (T ) und False

(F ). Somit repräsentiert das Bayessche Netz die Wahrscheinlichkeitsverteilung der
Variablen wie folgt:

P (G,S,R) = P (G|S,R)P (S|R)P (R) (2.8)

Mithilfe der Formeln 2.7 und 2.6 können nun die bedingten Wahrscheinlichkeiten
für alle Variablen im Modell berechnet werden. So kann zum Beispiel die Wahrschein-
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lichkeit (P (R = T |G = T )) berechnet werden. Hierbei wird also die Wahrscheinlich-
keit berechnet, dass es regnet (Rain = True) gegeben, dass das Gras nass ist (Grass
wet = True). Dieses Vorgehen wird auch als Inferenz bezeichnet.

P (R = T |G = T ) =
P (G = T,R = T )

P (G = T )
=

∑
x∈T,F P (G = T, S = x, T = T )∑
x,y∈T,F P (G = T, S = x,R = y)

(2.9)

Abbildung 2.11: Bayessches Netz für das Sprinkler Problem (nach [Pearl,
2011]). Das Bayes Netz besteht aus drei Variablen/Knoten Rain, Sprinkler,
GrassWet), wobei ihre Abhängigkeiten mithilfe von Kanten im Graphen dar-
gestellt sind.

Mithilfe solcher Inferenzen kann ein Bayessches Netz auch als Klassifikations-
modell genutzt werden. Hierbei legt man einen Schwellwert fest, um die berechnete
Wahrscheinlichkeit P (R = T |G = T ) entsprechend in R = T zu überführen. Gängi-
gerweise wird ein Schwellwert von 0.5 verwendet. Ist P (R = T |G = T ) >= 0.5 kann
man annehmen, dass es regnet. Dieser Schwellwert kann mithilfe einer ROC Analyse
optimiert werden.
Bisher wurden nur Bayessche Netze mit diskreten Zufallsvariablen beschrieben. Die
Modellierung von n Variablen in einem klassischen Bayesschen Netz erfordert die Dis-
kretisierung ebensolcher. Hierbei stehen mehrere gängige Diskretisierungsverfahren
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zur Verfügung. Beispiele hierfür sind intervalbasierte-, quantilbasierte- und cluster-
basierte Diskretisierungsverfahren.
Zudem gibt es Erweiterungen beziehungsweise alternative graphische Modelle, wel-
che die Modellierung von kontinuierlichen (z.B. Gaussian Networks) oder einer Mi-
schung aus diskreten und kontinuierlichen Variablen (Hybrid Bayesian Networks)
ermöglicht. Eine weitere populäre Erweiterung des Bayesschen Netzes sind dynami-
sche Bayessche Netze (DBN). Im Gegensatz zu statischen Bayesschen Netzen können
DBN zeitliche Dynamik modellieren. Hierfür werden dem Netzwerk weitere Zeitschei-
ben hinzugefügt, sodass mithilfe von zusätzlichen Kanten die zeitlichen Abhängig-
keiten der Zufallsvariablen abgebildet werden können.

2.5.6 Künstliche neuronale Netze

Künstliche neuronale Netze (KNN) sind Modelle aus dem Bereich des überwachten
maschinellen Lernens. Beim überwachten Lernen werden die Parameter θ eines Mo-
delles so optimiert, dass der Fehler zwischen dem Output des Modelles f(x; θ) und
einer Zielfunktion f∗(x) minimiert wird.
KNNs besitzen in der Regel eine Kettenstruktur, welche mehrere Funktionen f (1),
f (2), ... f (i) in der Form f(x) = f (i)(....(f (2)(f (1)(x))...) verknüpft [Chollet, 2021].
Jede dieser Funktionen f (i) wird als Schicht (layer) des Netzwerks bezeichnet, wobei
die i-te Schicht die sogenannte Outpuschicht (output layer) ist (s. Abb. 2.12). i gibt
die Anzahl der Layer und somit die Tiefe des KNNs an. Die Weite des KNN wird
durch die Dimensionalität der einzelnen Layer bestimmt. Die Dimensionalität jedes
Layers wird durch die Anzahl an Einheiten im selbigen beschrieben. Im historischen
Kontext des maschinellen Lernens wurden diese Einheiten als künstliche Neuronen
bezeichnet, um die Analogie zu biologischen neuronalen Netzen zu verdeutlichen.
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Abbildung 2.12: Schematische Darstellung eines KNN [Commons, 2021]

Jedes Neuron in einer Schicht repräsentiert eine sogenannte Aktivierungsfunkti-
on. Eine häufig verwendete Aktivierungsfunktion ist die sogenannte RELU (rectified
linear unit). Hierbei handelt sich, um eine Aktivierungsfunktion welche im Bereich
]− inf, 0] eine Wert von null ausgibt. Im Bereich ]0, + inf[ verhält sich RELU wie eine
lineare Funktion y(x) = x. Mathematisch lässt sie sich folgendermaßen beschreiben:

ReLU(x)=̂max(0, x) (2.10)

KNNs müssen, wie alle anderen Machine Learning Modelle trainiert werden.
Eines der gängigsten Optimierungsverfahren hierfür ist das Gradientenabstiegsver-
fahren (gradient descent) [Hastie et al., 2009]. Beim Gradientenabstiegsverfahren
werden die Parameter x einer Funktion so optimiert, dass die Fehlerfunktion L(x)
näherungsweise minimal ist. Die Parameter werden iterativ angepasst, sodass der
Wert von L(x) sich entlang des Gradienten der Fehlerfunktion bis zur Konvergenz in
ein Minimum verringert. Die Fehlerfunktion kann mehrere Minima besitzen. Somit
kann es passieren, dass das Training zur Konvergenz in einem lokalen anstatt dem
globalen Minimum führt (s. Abb. 2.13).
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In Abschnitt 2.5.1 wurde bereits kurz das Thema Regularisierung und Overfitting
angesprochen. [Srivastava et al., 2014] hat 2014 eine Methode namens Dropout für
KNN präsentiert. Grundsätzlich ist die Idee, dass bei jedem Trainingsschritt eine
zufällige, prozentuale Anzahl φ an Neuronen im KNN entfernt werden. Die Gewich-
te der verbleibenden Neuronen werden mit einem Faktor von 1/(1− φ) hochskaliert
[Hastie et al., 2009].
In den letzten Jahrzehnten wurden viele weitere Varianten von KNNs vorgestellt. So
werden beispielsweise Convolutional Neural Networks besonders häufig im Bereich
der Computer Vision und Bilderkennung verwendet. Rekurrente neuronale Netze, wie
die Long Short-Term Memory Netze [Hochreiter and Schmidhuber, 1997] werden für
die Klassifikation von Zeitreihen oder dem Natural Language Processing angewendet.

Abbildung 2.13: Beim Gradientenabstiegsverfahren werden die Parameter x

einer Funktion so optimiert, dass die Kostenfunktion f(x) minimal ist. Die
Parameter werden iterativ angepasst sodaß der Wert von f(x) sich weiter
entlang des Gradienten der Kostenfunktion bis zur Konvergenz in ein Minimum
verringert. Bei der Optimierung kann es passieren, dass das Modell nicht in das
gewünschte globale Minimum konvergiert, sondern in ein lokales Minimum.





Kapitel 3

Klassifikation von
Abbiegeintention

3.1 Einführung

Abbiegen durch entgegenkommenden Verkehr kann zu sicherheitskritischen Situa-
tionen führen [Hamed et al., 1997, Harding et al., 2014, Yan et al., 2007] und trägt
zu 7.4% aller leichten Unfällen [Harding et al., 2014] bei. Menschliche Fehler, insbe-
sondere das falsche Einschätzen der Lückengröße [Plavšić et al., 2010], sind mit die
häufigsten Gründe für diese Unfälle. Generell beeinflussen viele Faktoren das Abbie-
geverhalten einer Fahrer:in. Zu diesen Faktoren zählen unter Anderem die Lücken-
größe, die Wartezeit an der Kreuzung [Hamed et al., 1997], aber auch demographische
Faktoren, wie das Alter oder Geschlecht der Fahrer:in [Yan et al., 2007]. Wenn die
Abbiegeintention einer Fahrer:in in solch einer sicherheitskritischen Situation recht-
zeitig erkannt wird, könnte ein Fahrassistenzsystem eventuell das Risiko für einen
Unfall verringern. Solche Intentionerkennungsmodelle können die Fahrer:in vor oder
während einem gefährlichen Manöver warnen und so das Risiko reduzieren. Mit der
Entwicklung und Einführung von Fahrzeug-zu-Fahrzeug (V2V) und Fahrzeug-zu-
Infrastruktur Technologie [Harding et al., 2014] können die Ergebnisse einer Intenti-
onserkennung auch genutzt werden, um andere Verkehrsteilnehmer:innen zu warnen

45
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oder eine Intervention im anderen Fahrzeugen zu initiieren. Beispielsweise kann die
Fahrer:in des entgegenkommenden Autos mithilfe eines grafischen oder auditorischen
Signal gewarnt werden. Alternativ kann das entgegenkommende Fahrzeug bremsen,
um die Lücke zu vergrößern und somit die Wahrscheinlichkeit für einen Unfall zu
reduzieren [Damm et al., 2019]. Insgesamt schätzt die US National Highway Traf-
fic Safety Administration (NHTSA), dass die V2V Technologie jährlich zwischen 49
und 1083 Leben retten und bis zu 270 000 Verletzungen vermeiden könnte [Harding
et al., 2014].
In der Vergangenheit haben bereits einige Wissenschaftler:innen das Abbiegeverhal-
ten an Kreuzungen untersucht, um die Intention der Fahrer:innen und ihren Ent-
scheidungsprozess besser zu verstehen. Hierbei wurden insbesondere kontextuelle
Informationen, wie die Lückengröße und Wartezeit betrachtet. [Ragland et al., 2005]
haben, basierend auf Videoaufzeichnungen des US Straßenverkehrs, die Lückenak-
zeptanzstatistik für Abbiegemanöver an Kreuzungen identifiziert. Die Forscher:innen
haben ein logistisches Modell verwendet um die Lückenakzeptanzwahrscheinlichkeit
zu bestimmen. Die Lückengröße ist jedoch nicht der einzige Faktor, welcher die Ab-
biegeentscheidung an Kreuzungen beeinflusst. [Hamed et al., 1997] entwickelte ein
Regressionsmodell, um die mittlere, kritische Lückengröße für Abbiegemanöver vor-
herzusagen. Basierend auf Videoaufnahmen und Interviews mit Fahrer:innen an 15
verschiedenen Kreuzungen, fanden die Forscher:innen heraus, dass zusätzlich zur
Wartezeit an der Kreuzung [Fricker et al., 1991, Zohdy et al., 2010], auch die Ta-
geszeit und der Anlass für die Fahrt einen Einfluss auf die Lückengröße haben kann.
[Zohdy et al., 2010] untersuchten verschiedene Faktoren, wie die Lückengröße, War-
tezeit an der Kreuzung, Wetter und die gesamte Reisezeit als unabhängige Variablen
für den Abbiegeentscheidungsprozess in einem Abbiegeszenario. Die Autor:innen
schlussfolgerten, dass Fahrer:innen mit längerer Wartezeit ungeduldiger wurden und
kleinere Lückengrößen beim Abbiegen akzeptieren. Eine Fahrsimulatorstudie von
[Yan et al., 2007] zeigte, dass weitere Faktoren, wie das Geschlecht und Alter zusätz-
lich einen Einfluss auf die Lückenakzeptanz bei Abbiegemanövern hat.
[Liu and Ozguner, 2007] stellen ein allgemeines Fahrermodell für Kreuzungen vor,
welches ein dediziertes Entscheidungsmodul für Abbiegevorgänge enthält. Dieses si-
muliert den Entscheidungsprozess beim Abbiegeprozess an Kreuzungen. [De Beau-
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corps et al., 2017] führte eine Fahrsimulatorstudie durch, um Fahrdaten für Kreuzun-
gen und Kreisverkehre zu erheben. Diese Daten wurden anschließend verwendet um
ein menschenähnliches Entscheidungsmodell für diese Verkehrssituationen zu entwi-
ckeln. [Damm et al., 2019] präsentiert einen Proof-of-concept, wie die Kombination
aus Nutzerzustandserkennung und Nutzerintentionserkennung zu einem substantiel-
len Anstieg der Sicherheit führen kann. In den letzten zwei Jahrzehnten haben viele
Wissenschaftler:innen Modelle aus dem Bereich des maschinellen Lernens verwen-
det, um die Intention einer Fahrer:in zu erkennen oder vorherzusagen. [Klingelsch-
mitt et al., 2014] verwendeten Bayessche Netze um vier verschiedene Intentionen
zu erkennen, wobei hierfür sowohl Informationen über das Fahrverhalten als auch
Kontextinformationen über die aktuelle Verkehrssituation genutzt wurde. Das Mo-
dell kann vorhersagen, ob das Fahrzeug geradeaus fahren, stoppen oder abbiegen
würde. Die Autor:innen fanden heraus, dass die voraussichtliche Geschwindigkeit
an der Haltelinie der Kreuzung einer der besten Indikatoren für die Vorhersage der
Intention ist. [Phillips et al., 2017] verwendete ein Long Short-Term Memory Netz-
werk um vorherzusagen ob eine Fahrer:in an einer Kreuzung abbiegen oder gera-
deaus fahren wird. Das Modell verwendet verschiedene Fahrdynamikparameter, wie
die Geschwindigkeit und Beschleunigung, aber auch Kontextinformationen über das
Layout der Kreuzung. Das Modell kann die Intention der Fahrer:in mit einer Accura-
cy von 85% vorhersagen. [Zhang and Fu, 2020] verwendeten einen hybriden Ansatz
um die Abbiegeintention an Kreuzungen zu modellieren. Die Forscher:innen schätzen
erst die Fahrdynamikparameter des Fahrzeuges mithilfe eines ARIMA Modelles und
prädiziierten anschließend ob die Fahrer:in abbiegen oder gerade ausfahren würde
mithilfe eines Long Short-Term Memory Netzwerks. Die optimale Erkennungsrate
des Modelles lag bei 94.20% und wurde eine Sekunde vor dem Manöver erreicht.
Um solche Modelle zur Klassifikation weiter zu verbessern kann es helfen, weitere
Sensoren und Datenquellen zu verwenden. So bieten insbesondere neurophysiologi-
sche Messverfahren, wie fNIRS, die Grundlage, um portable Fahrassistenzsystem,
welche die Intention der Fahrer:in bestimmen, zu entwickeln. Hiermit können die
Prozesse im Gehirn der Fahrer:in während Entscheidungsaufgaben, wie zum Beispiel
das Abbiegen an Kreuzungen, untersucht werden. [Zhu et al., 2019] haben eine Fahr-
simulatorstudie mit simultaner fNIRS Messung durchgeführt. Anschließend wurden
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sieben verschiedene Klassifikationsmodelle zur Bremsintention trainiert und vergli-
chen. Die Autor:innen schlussfolgerten, dass ein kombiniertes Modell bestehend aus
mehreren Klassifizierern die beste Accuracy mit 90% liefert. [Lin et al., 2018] ver-
wendeten Lineare Diskriminanzanalyse um Abbiegemanöver mithilfe von Elektro-
enzephalographie zu erkennen. Die Forscher:innen verglichen verschiedene Längen
des verwendeten Zeitfensters, wobei das beste Modell eine Accuracy von 70.25% er-
reichte. Zum jetzigen Zeitpunkt ist dem Autor dieser Arbeit keine Studie bekannt,
welche sowohl Kontext- als auch Neuroimaging Daten in ein integriertes Intentions-
erkennungsmodell vereint.
Im Folgenden werden zwei Modellierungsansätze für ein solches Abbiegeintentions-
modell präsentiert. Hierbei wurde zuerst eine Fahrsimualtorstudie durchgeführt, um
die Abbiegeentscheidungen an Kreuzungen zu erfassen. Es wurden Kreuzungen mit
Stoppschildern simuliert, in denen die Proband:innen durch den entgegenkommenden
Verkehr links abbiegen mussten. Während des Experiments wurde die Hirnaktivität
der Proband:innen mit einem fNIRS System 2.3 aufgezeichnet. Die so erhobenen
Daten wurden anschließend genutzt, um zwei Nutzerintentionsmodelle für die Klas-
sifikation von Abbiegeintentionen zu trainieren. Eine Feature Importance Analyse
wurde außerdem durchgeführt, um den Einfluss der verwendeten Faktoren im Mo-
dell zu ermitteln. Generell wurde die Frage untersucht inwieweit die Integration von
Daten aus verschiedenen Quellen, wie nutzerspezifische Informationen oder neuro-
physiolgischen Messung, die Performance der Modelle verbessern kann.

3.2 Material & Methoden

Dreizehn Proband:innen (7 weiblich, 54%, mittleres Alter ± SD = 23.8 Jahre ±
2.61) nahmen an einer Fahrsimulatorstudie teil. Alle Proband:innen besaßen einen
deutschen Führerschein und erhielten eine monetäre Belohnung für die Studienteil-
nahme. Das Experiment wurde im Fahrimulator der Carl-von-Ossietzky Universität
durchgeführt (s. 2.4).
Während des Experimentes wurde die Hirnaktivität der Proband:innen mithilfe eines
fNIRS Systems gemessen. Das verwendete System misst die relativen Konzentrati-
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onsunterschiede von oxygeniertem Hämoglobin (HbO) und reduziertem Hämoglobin
(HbR). Das fNIRS System besitzt 32 optischen Sensoren, welche insgesamt 107 Kanä-
le haben. Die Hirnaktivität kann mit einer Frequenz von 1.955 Hz gemessen werden
und ist mithilfe einer USB Schnittstelle mit dem Fahrsimulator beziehungsweise der
Fahrsimulationssoftware synchronisiert.
Während des Experiments sollten die Proband:innen mehrere Abbiegemanöver an
städtischen Kreuzungen mit entgegenkommendem Verkehr (POV, Principal Other
Vehicle) durchführen. Die entgegenkommenden Fahrzeuge fuhren mit einer Geschwin-
digkeit von 50 km/h. An jeder Kreuzung stand ein Stopp-Schild an dem die Pro-
band:Innen halten mussten (s. Abb. 3.1). Die Kreuzungen des Verkehrsszenarios sind
y-förmig aufgebaut. Dies erleichtert das Abschätzen der Lückengrößen zwischen den
entgegenkommenden Fahrzeugen.

Abbildung 3.1: Skizze der Kreuzung für das durchgeführte Abbiegemanöver.

Der entgegenkommende Verkehr bestand aus Lückengrößen zwischen 1s und
6s, was wiederum 13.9m und 83.4m entspricht. Die Verteilung der Lückengrößen
wurde entsprechend der Ergebnisse aus [Ragland et al., 2005] konstruiert. Die For-
scher:innen haben hier die Lückenverteilungen in fünf verschiedenen Kreuzungen
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erhoben, wobei eine Lückegröße von 4s am häufigsten beobachtet wurde. Die nied-
rigsten Lückengrößen waren etwa 2s. Insgesamt wurden in diesem Experiment acht
bis zehn entgegenkommende Fahrzeuge in einer Kreuzungssituation simuliert. Nach
dem zehnten Fahrzeug erschien kein weiteres mehr.
Um sich an den Fahrsimulator zu gewöhnen fuhren die Proband:innen eine Trainings-
fahrt, welche aus einer kurzen Fahrt auf einer Landstraße und dem Durchfahren von
elf Kreuzungen bestand. Der Hauptteil des Experiments dauerte circa 70 Minuten
und jede Proband:in durchfuhr insgesamt 100 Abbiegesituationen. Das Experiment
wurde in 10 Blocks mit je 10 Kreuzungen aufgeteilt. Nach jedem Block gab es eine
kurze Pause von 90 Sekunden. Die Proband:innen hatten ein Zeitlimit, um einen
Block abzuschließen. Das Zeitlimit wurde angewendet, um die Proband:innen zum
Abbiegen zu motivieren, anstatt an einer Kreuzung zu warten bis alle entgegenkom-
menden Fahrzeuge die Kreuzung passiert haben. Hierbei erhielten die Proband:innen
eine zusätzliche monetäre Belohnung für jeden Block, welchen sie im Zeitlimit ab-
solviert haben. Die Anzahl der durchfahrenen Kreuzungen und die aktuelle Zeit pro
Block wurde in einem Head-up Display in der Simulation für die Proband:innen ange-
zeigt. Über den Verlauf der gesamten Studie wurden nur 0.16% aller Abbiegemanöver
durchgeführt nachdem alle entgegenkommenden Autos die Kreuzung passiert haben.
Die Proband:innen füllten nach dem Experiment einen Fragebogen mit Fragen zu
demographischen Informationen und zu ihrem subjektiv wahrgenommenen Fahrstil
aus. Die Fragen zu ihrem Fahrstil wurden aus [Taubman-Ben-Ari et al., 2004] ent-
nommen und finden sich auch im Anhang dieser Arbeit wieder (s. 7.3). Basierend
auf den Ergebnissen der Fragebögen wurden die mittleren Werte für die Fahrstilka-
tegorien Wütend, Riskant, Vorsichtig und Ängstlich berechnet.
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Abbildung 3.2: Der verwendete Fahrsimulator der Carl-von-Ossietzky Univer-
sität mit einer Probandin. Die Hirnaktivität während des Experimentes wird
mithilfe eines fNIRS Systems gemessen.

3.3 Klassifikation von Abbiegeintention mit Bayes-

schen Netzen

3.3.1 Modellierung

Zuerst wurden Bayessche Netze verwendet, um die Abbiegeintention der Proband:innen
zu modellieren (s. Abb. 3.3 und 2.5.1). Mehr als 5000 Abbiegeentscheidungen über
alle Proband:innen wurden in der oben beschriebenen Studie erhoben. Alle Varia-
blen wurden intervalbasiert diskretisiert und als diskrete Variablen im Bayesschen
Netz modelliert. Aus den Studiendaten wurden die Lückengrößen und die Anzahl
der bereits abgewarteten Autos für jede Abbiegeentscheidung für die Modellierung
extrahiert. Grund hierfür ist, dass insbesondere die Lückengröße einer der wichtigs-
ten Faktoren beim Entscheidungsprozess des Abbiegens ist [Hamed et al., 1997].
[Hamed et al., 1997] suggeriert außerdem, dass die Wartezeit ein wichtiger Faktor
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ist, welcher die Lückenakzeptanz und somit die Abbiegeintention beeinflusst. Aus
diesem Grund wurde die Anzahl der bereits abgewarteten Autos in das Modell inte-
griert. Des Weiteren wurden der Fahrstil- und Demographiefragebogen ausgewertet,
um dem Modell nutzerspezifische Informationen hinzuzufügen. [Yan et al., 2007] ar-
gumentiert, dass sowohl das Alter als auch das Geschlecht einen wichtiger Faktor
für den Entscheidungsprozess beim Abbiegen ist. Außerdem wurden die subjektiven
Fahrstile aus dem Fragebogen in das Modell integriert. Hierbei wurden Fragen zu
ängstlichem, vorsichtigem, riskanten und wütendem Fahrverhalten abgefragt.
Die Modellierung wurde in R mithilfe des bnlearn Paketes durchgeführt. Für die
Evaluation des Modelles wurden die Accuracy und die Area-under-curve (AUC) für
eine 4-fold Kreuzvalidierung berechnet. Die Trainings- und Testdaten des Modells
wurden balanciert, um eine gleiche Verteilung von positiven (Abbiegen) und negati-
ven (Nicht abbiegen) Instanzen zu haben. Insgesamt besteht der Trainingsdatensatz
aus 1500 Instanzen und der Testsatz aus 500 Instanzen.

Abbildung 3.3: Struktur des Bayesschen Netzes mit den zehn verwendeten
diskreten Variablen.

3.3.2 Ergebnisse

Die Auswertung zeigt, dass das Modell die Abbiegeintention der Proband:innen mit
einer Accuracy von 74.00% klassifizieren kann. Da der Datensatz im Bezug auf die
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Verteilung der Klassen balanciert wurde ist die Baseline der Accuracy für ein binäres
Klassifikationsmodell 50.00%, womit das präsentierte Modell deutlich über dieser
Baseline liegt. Die ROC Kurve des Modells ist in Abbildung 3.4 dargestellt. Die AUC
des Modells liegt bei 0.81 und somit weit über der eines uninformierten Klassifikators
(0.50).

Abbildung 3.4: Receiver-operating-characteristics Kurve für das Modell. Das
Modell hat eine AUC von 0.81 und eine Accuracy von 74.00% mit einem
Klassifikationsschwellwert von 0.50

Um den Einfluss eines jeden Features im Modell zu ermitteln wurde SHAP ver-
wendet [Lundberg and Lee, 2017]. In Abbildung 3.5 ist eine Beeswarm Visualisierung
für die SHAP-Werte jedes Features und Datenpunktes aufgetragen. Wie zu erwar-
ten sind die Lückengröße und Wartezeit die wichtigsten Feature für die Klassifika-
tion der Abbiegeintention. Große Lückengrößen (rot) haben einen hohen, positiven
SHAP-Wert und tragen somit stark zu der Klassifikation von Abbiegen bei. Niedrige
Lückengrößen (blau) führen entsprechend eher zu einer Klassifikation von Nicht ab-
biegen. Lange Wartezeiten führen tendenziell eher zur Klassifikation von Abbiegen.
Die mittleren, absoluten SHAP-Werte (s. Abb. 3.6) haben keinen großen Einfluss
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auf den Modelloutput wie die Kontextvariablen (Wartezeit, Lückengröße) sind je-
doch trotzdem relevant für viele der Klassifikationen, da ihre SHAP-Werte in Ab-
bildung 3.5 ungleich null sind. Die Tatsache, dass eine Proband:in einen Wütenden
Fahrstil hat kann zum Beispiel zu einer erhöhten Wahrscheinlichkeit für Abbiegen
als Modelloutput führen.

Abbildung 3.5: Beeswarm Abbildung für die SHAP Feature Importance Ana-
lyse.

Abbildung 3.6 zeigt die mittleren, absoluten SHAP-Werte für alle Feature. Jedes
Feature, außer der Vorsichtige Fahrstil, hatten einen Einfluss auf die Vorhersage des
Modells. Nutzerspezifische Feature haben einen SHAP-Wert im Bereich 0.02 und
0.03, wobei die Lückengröße einen mittleren absoluten SHAP-Wert von 0.11 hat.
Dies macht sie zu dem wichtigsten Feature für das Modell. Die nutzerspezifischen
Feature haben somit einen deutlich niedrigeren, mittleren SHAP-Wert, können je-
doch für einzelne Klassifikationen von Instanzen des Datensatzes relevant sein.
Da die Inferenz in komplexen Bayesschen Netzen langsam sein kann, ist es wichtig,
nur relevante Variablen in einem Bayessche Netz zu verwenden. Die Ergebnisse einer
Feature Importance Analyse können genutzt werden, um die Anzahl an Feature in ei-
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nem Modell zu reduzieren und so die Inferenzzeit zu verkürzen. Dies ist insbesondere
für Anwendungen in Realzeit wichtig.

Abbildung 3.6: Übersicht über die absoluten, gemittelten SHAP-Werte für jede
Variable im Modell.

3.4 Integriertes Modell zur Klassifikation der Ab-

biegeintention

Im Folgenden wird ein weiterer Modellierungsansatz zur Abbiegeintentionsklassifika-
tion präsentiert. Hierbei werden die Hirnaktivitätsmessungen der Proband:innen in
die Modellierung miteinbezogen. Neuroimaging stellt eine direktere und idealerwei-
se unvoreingenommene Methode zur Messung von Zuständen und Intentionen der
Proband:innen dar. Somit sollte ein Intentionserkennungsmodell mit Hirnaktivitäts-
daten eine bessere Performance aufweisen.
Hierzu wird zu Beginn die vorgenommenen Schritte zur Datenvorverarbeitung er-
klärt. Anschließend wird der Modellierungsansatz dargestellt und die entsprechenden
Ergebnisse sowohl auf Probanden- als auch Gruppenlevel analysiert und diskutiert.
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3.4.1 Datenvorverarbeitung

Die fNIRS Daten wurden von Mitarbeiter:innen der Arbeitsgruppe Angewandte Neu-
rokognitive Psychologie mithilfe der nirsLAB Analyse [Xu et al., 2014] vorverarbeitet.
Hierbei wurden allen voran systematische Artefakte entfernt. Eine detaillierte Erklä-
rung der fNIRS Datenvorverarbeitung findet sich in [Unni et al., 2022]. Im Mittel
konnten Daten von 99 (Standardabweichung = 8.7) fNIRS Kanälen pro Proband:in
verwendet werden. Die normalisierten fNIRS Daten wurden entsprechend einer 5-
fold Kreuzvalidierung in Trainings- und Testdaten unterteilt. Auf den Trainingsdaten
wurde eine Hauptkomponentenanalyse (PCA) durchgeführt, wodurch die Trainings-
daten in eine Menge an linear unkorrelierten Variablen (Principal components - PCs)
transformiert wurden. Bei einer PCA werden die PCs so gewählt, dass der erste PC
die größte Varianz der Daten abbildet. Alle weiteren PCs bilden jeweils eine ab-
steigende Varianz des Gesamtdatensatzes ab. Die Eigenvektoren der PCA wurden
anschließend verwendet um die Testdaten in den PC Raum zu transformieren [Unni
et al., 2022]. Des Weiteren wurde der erste PC entfernt, da er oft mit Bewegungsar-
tefakten korreliert [Brigadoi et al., 2014].
Die experimentellen Daten wurden basierend auf zwei Phasen gelabelt: Abbiegen
und Nicht Abbiegen. Beide Phasen bestanden aus einem viersekündigen Zeitfens-
ter (s. 3.7). Die Abbiegen Phase wurde als das Intervall vor dem Abbiegevorgang
und somit der Planungs- und Entscheidungsphase definiert. Um die hemodynami-
sche Verzögerung des BOLD Signals (Änderung des relativen Verhältnisses von Oxy-
und Deoxyhämoglobin) miteinzubeziehen wurde für die fNIRS Analyse das Intervall
zwei Sekunden vor dem Drücken des Gaspedals und zwei Sekunden nach Beginn des
Abbiegemanövers gewählt. Diese viersekündige Verzögerung schliesst so die Hirnak-
tivitätsänderungen bezüglich der Motoraktiviät während dem Abbiegemanöver aus.
Die Nicht Abbiegen Phase ist als das viersekündige Zeitfenster vor der Abbiegen Pha-
se definiert. In diesem Zeitfenster wartet die Proband:in auf die richtige Lückengröße.
Ein Abstand von 0.5 Sekunden wurde gewählt um den Überlapp zwischen den beiden
Phasen zu reduzieren.
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Abbildung 3.7: Schematische Darstellung der fNIRS Datenvorverarbeitung.

3.4.2 Modellierung

Für jede Proband:in wurden drei verschiedene künstliche neuronale Netze (KNNs)
trainiert und ausgewertet. Die KNNs unterscheiden sich jeweils in der Art und An-
zahl an Inputfeatures. Die KNNs besitzen zwei versteckte Schichten mit jeweils 25
Neuronen. Alle Neurone der versteckten Schichten verwenden die ReLu Aktivie-
rungsfunktion [Hahnloser et al., 2000] und 10% Dropout [Srivastava et al., 2014], um
Overfitting zu vermeiden. Die Outputschicht nutzt eine Sigmoid Funktion für die
Klassifikation der Abbiegeintention. Die Netzwerke wurden mit dem ADAM Opti-
mierungsverfahren [Kingma and Ba, 2014] für jeweils 500 Epochen trainiert, wobei
binäre Kreuzentropie als Fehlerfunktion verwendet wurde. Ein Modell wurde nur auf
Kontextfeatures trainiert (Kontextmodell). Hierbei wurde die Lückengröße und die
Wartezeit an der Kreuzung verwendet. Das zweite Modell (fNIRS Modell) wurde
auf den zweiten bis achten PCs der fNIRS Daten trainiert. Das dritte und letzte
Modell (Kombiniertes Modell) nutzt sowohl Kontext wie auch fNIRS Feature. Alle
Inputfeature wurden standardisiert, sodass sie einen Mittelwert von null und eine
Standardabweichung von eins haben.
Für jede Proband:in und Modell wurden die Accuracys und Konfusionsmatrizen be-
rechnet und eine ROC Analyse durchgeführt. Außerdem wurde eine Feature Import-
ance Analysis (s. 2.5.1) durchgeführt, um den Beitrag jedes Features zum Modellou-
put darzustellen. Hierfür wurde SHAP verwendet [Lundberg and Lee, 2017]. SHAP
Werte können den Einfluss eines Features und seine entsprechenden Featurewerte
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auf den Output eines Modells darstellen. Der mittlere, globale SHAP Wert wur-
de für jeden Schritt der Kreuzvalidierung und Proband:in und für alle Inputfeature
berechnet.

3.4.3 Ergebnisse der Modellierung auf Probandenlevel

Der erste Schritt der Auswertung der Modelle war die Berechnung der Accuracy. Die
Resultate finden sich in Abbildung 3.8. Das fNIRS Modell hat eine Median Accuracy
von 83.1%. Das Kontextmodell hat eine Median Accuracy von 83.8% und die Median
Accuracy des kombinierten Modells liegt bei 91.1%.

Abbildung 3.8: Boxplot der Accuracys für alle Modelle, Schritte der Kreuzva-
lidierung und Proband:innen.
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Abbildung 3.9 zeigt die durschnittlichen Konfusionsmatrizen für die drei Modelle.
Hierfür wurden die Konfusionsmatritzen für jede Proband:in und Schritt der Kreuz-
validierung berechnet und anschließend gemittelt. Insgesamt können die Modelle ei-
ne positive Abbiegeintention mit mindestens 88.8% richtig klassifizieren. Sowohl das
fNIRS- als auch das Kontext Modell haben mehr als 24% falsch klassifizierte Nicht
Abbiegen Instanzen. Falsch-Negative, also falsch klassifizierte Abbiegen Instanzen
sind die sicherheitskritischsten Instanzen. Sowohl das fNIRS- als auch das Kontext-
modell klassifizieren etwa 10% dieser Events falsch und erkennen eine Nicht Abbiegen
Intention, obwohl die Proband:in die Intention hat abzubiegen. Das kombinierte Mo-
dell kann diese Missklassifikationen auf nur 2.5% reduzieren. Abbildung 3.10 zeigt
die Receiver-Operating-Characterisitic (ROC) Kurve für alle drei Modelle und einer
Kurve pro Proband:in. Die entsprechende, mittlere Area-Under-Curve (AUC) und
ihre Standardabweichung sind im Titel dargestellt. Das kombinierte Modell hat die
höchste AUC mit einem Wert von 0.94. Das Kontextmodell hat eine etwas nied-
rigere AUC von 0.92. Es zeigt sich jedoch eine größere Variabilität zwischen den
Proband:innen.
Die ROC Kurve für das Kontextmodell hat eine vergleichbare AUC (AUC = 0.92
± 0.04) wie das kombinierte Modell (AUC = 0.94 ± 0.02). Einige der Kurven des
Kontextmodells haben jedoch deutlich kleinere AUCs. Das fNIRS-Modell hat eine
durchschnittliche AUC von 0.83±0.06 und somit die höchste Variabilität der drei
Modelle.

Abbildung 3.9: Konfusionsmatrizen für alle drei Modelle auf Probandenlevel.
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Abbildung 3.10: ROC Kurven aller drei Modelle auf Probandenlevel.

Feature Importance Analysen können verwendet werden um den Beitrag eines
Features auf den Modeloutput zu erheben. Wir haben SHAP verwendet, um zu zeigen
wieviel die einzelnen Feature des kombinierten Modells zur Abbiegeintentionserken-
nung beitragen. Der mittlere SHAP Werte für jedes Feature und entsprechend der
mittlere Einfluss auf den Modellouput ist in Abbildung 3.11 dargestellt. Es ist zu
erkennen, dass die Lückengröße mit einem SHAP Wert von 0.21 den größten Ein-
fluss auf den Modelloutput hat. Die nächsthöheren SHAP Werte haben die PCs der
fNIRS Daten.
Abbildung 3.11 zeigt eine Beeswarm Visualisierung der SHAP Analyse für eine Pro-
band:in und einen Testdatensatz. Jeder Punkt repräsentiert eine Instanz des ver-
wendeten Testdatensatzes. Die Featurewerte einer jeden Instanz sind entsprechend
farbkodiert und für die Visualisierung normiert. Man erkennt dass große Lückengrö-
ßen und die Anzahlt der vorbeigefahrenen Fahrzeuge (rot) einen großen, positiven
SHAP Wert haben. Dies suggeriert, dass das Modell eine positive Abbiegeintention
bei Instanzen klassifiziert, bei denen große Werte für diese Features vorhanden sind.
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Abbildung 3.11: Absolute, globale SHAP Werte für das kombinierte Modell.

Abbildung 3.12: Beeswarm Abbildung der SHAP Werte für das kombinierte
Modell.
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3.4.4 Ergebnisse der Modellierung auf Gruppenlevel

Alle drei Modelle wurden auch auf Gruppenlevel trainiert und analysiert. In Abbil-
dung 3.13 finden sich die Konfusionsmatrizen für die drei Modelle gemittelt über
die Kreuzvalidierungsdurchgänge. Es zeigt sich, dass sowohl das Kontext- wie auch
das kombinierte Modelle eine ähnliche Anzahl an wahr-richtigen und wahr-falschen
Klassifikationen hat. Die Ergebnisse der ROC-Analyse finden sich in Abbildung 3.14.
Hierbei entspricht jede Linie einem Trainingsdurchlauf mit einer anderen Anzahl an
Probandendaten. Die durchgezogene Linie entspricht einem Modell, welches mit Da-
ten von drei Proband:innen trainiert wurde. Es lässt sich erkennen, dass das fNIRS-
Modell deutlich niedrigere AUC-Werte hat. Das Kontextmodell und das kombinierte
Modell hat ähnliche AUC-Werte. Es lässt sich erkennen, dass sich die AUC-Werte
für das fNIRS- und das kombinierte Modell mit zunehmender Anzahl an Proban-
dendaten verringern.

Abbildung 3.13: Konfusionsmatritzen für alle drei Modelle auf Gruppenlevel.
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Abbildung 3.14: ROC Kurven aller drei Modelle auf Gruppenlevel.

3.5 Diskussion

In dieser Studie wurden die Ergebnisse einer Fahrsimulatorstudie vorgestellt und
ein Modell zur Klassifikation von Abbiegeintention an Kreuzungen präsentiert. Die
Auswertung des Modells zeigt, dass die Abbiegeintention mit einer deutlich höheren
Genauigkeit als die theoretische Baseline klassifiziert werden kann. Des Weiteren ist
die AUC mit einem Wert von 0.81 deutlich höher als die AUC eines untrainierten
Klassifizierers (0.50). Eine falsch-negative Klassifikation würde bedeuten, dass das
Modell vorhersagt, dass das SV wartet, wobei die Fahrer:in eigentlich die Intention
hat abzubiegen. Diese Vorhersagen eines defensiven und sicheren Verhaltens spiegeln
nicht die eigentlich riskante Ground Truth wider und sollten von einem sicherheitskri-
tischen Standpunkt so gut es geht vermieden werden. Der Klassifikationsschwellwert
sollte entsprechend angepasst werden.
Mithilfe von Feature Importance Analyse konnte gezeigt werden, dass nutzerspezifi-
sche Informationen die Klassifikation von Abbiegeintention in unserem Anwendungs-
fall verbessern konnte. Es sollte jedoch beachtet werden, dass die Proband:innen einer
relativ homogenen Demographie entstammen. Die Standardabweichungen von Alter
und Fahrerfahrung sowie die der Ergebnisse der Fragebögen waren niedrig. Des Wei-
teren ist die subjektive Erfassung von Fahrstilen nicht immer akkurat (s. [McKenna
et al., 1991]). Außerdem ist ein Stichprobengröße von N = 13 sehr gering für die
Generalisierung der präsentierten Resultaten.
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Nutzerspezifische Informationen können beispielsweise mithilfe eines kurzen Frage-
bogens nach dem Kauf eines Fahrzeuges erhoben werden, falls die Nutzer:in damit
einverstanden ist seine persönlichen Daten für einen hypothetischen Sicherheitsge-
winn durch ein Abbiegeintentionsmodell zu teilen. Ähnliche Modelle können und
wurden auch für andere Verkehrssituationen und Manöver untersucht. Beispiele hier-
für währen das automatische Erkennen von Spurwechsel. Der Output eines solchen
Intentionsmodells könnte mithilfe einer Mensch-Maschine-Schnittstelle im entgegen-
kommenden Fahrzeug dargestellt werden. Hinsichtlich des Fortschritts im Bereich
von Fahrerassistenssystemen und autonomen Fahrzeugen könnte auch eine direktere
Intervention getestet werden. Falls das Modell ein gefährliches Abbiegemanöver klas-
sifiziert, könnte das entgegenkommende Fahrzeug automatisch bremsen.
Beim zweiten Modellierungsansatz lag der Fokus auf der Integration von Kontext-
und neurophysiologischen Messdaten für die Abbiegeintentionsklassifikation. Die Aus-
wertung der Modelle auf Probandenlevel zeigt, dass eine Modell mit sowohl Kontext-,
als auch neurophysiologischen Informationen die Intention einer Fahrer:in deutlich
besser klassifizieren kann, als Modelle mit nur Kontext- oder neurophysiologischen
Informationen. Besonders in Bezug auf die falsch-negativen Klassifikationen (kein
Abbiegen klassifiziert, wenn abgebogen wird), stellen neurophysiologischen Messda-
ten eine weitere unabhängige Informationsquelle dar, welche die Anzahl an sicher-
heitskritischen Situationen reduzieren kann. Unser Abbiegeintensionsmodell mit nur
fNIRS Daten erzielt eine Median Accuracy von 83.1%, welches bereits höher ist als
die Accuracies, welche in [Lin et al., 2018] präsentiert wurden. Die Median Accuracy
von 83.8% unseres Kontextmodells ist etwas niedriger als die Accuracy von 85%,
welche in [Phillips et al., 2017] gezeigt wird. Hierzu muss jedoch erwähnt werden,
dass sich nicht nur das experimentelle Paradigma zwischen [Phillips et al., 2017] und
unserer Studie unterscheidet, sondern dass die Forscher:innen mehr Kontextinfor-
mationen, wie zum Beispiel das Layout der Kreuzung, in ihrem Modell verwendet
haben. Dies kann wiederum die bessere Performance erklären. Unser kombiniertes
Modell erreicht eine Median Accuracy von 91.9%. Dies ist höher als die Ergebnis-
se präsentiert in [Lin et al., 2018], welche ein ähnliches experimentelles Paradigma
untersuchten und Elektroenzephalografie nutzten, um Abbiegemanöver zu klassifi-
zieren. Das Modell, welches in [Zhang and Fu, 2020] präsentiert wurde, erreicht eine
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etwas besser Accuracy von 94.2%, wobei hier mehr Kontext und Fahrdynamikinfor-
mation als in unserer Studie genutzt wurden.
Die Ergebnisse der ROC Analyse (s. Abbildung 3.10) zeigen, dass das Kontextmodell
eine durchschnittliche AUC von 0.92±0.04 und das kombinierte Modell eine AUC
von 0.94±0.02 hat. Auch wenn sich die Durchschnittswerte nicht stark unterscheiden
ist es wichtig zu betonen, dass das Kontextmodell eine höhere Variabilität zwischen
den Proband:innen aufweist. Für manche Proband:innen kann das Kontextmodell
vergleichbare Werte zum kombinierten Modell erreichen. Für andere Proband:innen
ist die AUC jedoch deutlich schlechter. Wir stellen die Hypothese auf, dass diese
Proband:innen in einigen Kreuzungen ein Abbiegeverhalten gezeigt haben, welches
nicht einfach mit dem Kontextmodell abbildbar ist. Nachdem das Kontextmodell
nur zwei Variablen hat, die Lückengröße und Wartezeit, hat das Modell gelernt,
die Abbiegeintention der Fahrer:in basierend auf der Kombination dieser beiden Va-
riablen zu klassifizieren. Dies entspricht einer Kombination aus einer akzeptablen
Lückengröße und Wartezeit der Fahrer:in. Das Kontextmodell kann keine richtige
Klassifikation machen, wenn die Fahrer:in sich entscheidet eine kleiner Lücke als ge-
wöhnlich zu nehmen oder deutlich länger bzw. kürzer an der Kreuzung zu warten. In
diesen Situationen kann das kombinierte Modell Informationen aus der fNIRS Hirn-
aktivitätsmessung verwenden, um diese untypischen Abbiegeentscheidungen richtig
zu klassifizieren. Dies führt wiederum zu einer allgemein konsistenteren Performanz
des Modells.
Wir haben eine SHAP-Feature-Importance-Analyse durchgeführt, um den Beitrag
der Kontext- und fNIRS-Feature für die Abbiegeintentionserkennung zu verstehen.
Unsere Resultate suggerieren, dass die beiden Kontextvariablen Lückengröße und
Wartezeit am wichtigsten für den Modelloutput sind. Der mittlere SHAP-Wert für
die Lückengröße ist jedoch fast dreimal so hoch wie der SHAP-Wert der Wartezeit.
Diese Resultate decken sich mit den Ergebnissen anderer Studien zu Abbiegeent-
scheidungen, welche suggerieren, dass die Lückengröße die wichtigste Variable im
Entscheidungsprozess beim Abbiegen ist [Fricker et al., 1991, Zohdy et al., 2010, Yan
et al., 2007, Ragland et al., 2005]. Die SHAP Analyse zeigte außerdem dass die meis-
ten Principal Components der fNIRS Daten einen ähnlich großen Einfluss haben wie
die Wartezeit. Eine detaillierte Analyse der SHAP-Werte zeigte, dass das Modell In-
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formationen in bestimmten PCs für eine Abbiegen und entsprechend Nicht Abbiegen
Klassifikation nutzen kann (s. Abbildung 3.12). Wie zu erwarten war, haben große
Lückengrößen und längere Wartezeiten größere, positive SHAP-Werte und tragen
somit mehr zu einer Abbiegeklassifikation bei. Wie man in der Konfusionsmatrix in
Abbildung 3.9 erkennen kann, reduziert die Kombination aus fNIRS und Kontextin-
formation die Anzahl der sicherheitskritischen Falsch-Negative. Um dies zu erklären
können Abbiegesituationen mit niedrigen bzw. hohen Kontextfeaturewerten betrach-
tet werden. Abbildung 3.15 zeigt zwei SHAP-Beeswarm-Grafiken für das kombinierte
Modell und eine Proband:in. Die linke Abbildung enthält nur Instanzen bei denen
die Kontextvariablen unterdurchschnittliche Werte haben, dies bedeutet Instanzen
mit kleineren Lückengröße und Wartezeiten. Entsprechend zeigt die rechte Abbil-
dung nur Instanzen mit überdurchschnittlichen Kontextfeaturewerten. Außerdem
zeigen die Abbildungen nur Instanzen bei denen das Kontextmodell falsch-negative
Klassifikationen erzeugt und somit eine positive Abbiegeintention als Nicht Abbiegen
klassifiziert. Alle Instanzen, welche in den Abbildungen dargestellt sind, wurden von
dem kombinierten Modell richtig klassifiziert. Es zeigt sich, dass für niedrige Kon-
textfeaturewerte (links) bei denen die Proband:innen nach kurzen Wartezeiten und
in kleine Lückengröße abgebogen sind, die fNIRS Feature höhere SHAP Werte also
die Kontext Feature haben. Dies suggeriert, dass sie mehr zur korrekten Klassifika-
tion des Modelles beitragen. Bei großen Kontextfeaturewerten (zum Beispiel lange
Wartezeiten und große Lücken) hat die Lückengröße den größten Einfluss auf den
Modelloutput. Das kombinierte Modell kann Informationen aus den fNIRS Features
verwenden, um die korrekte Klassifikation in Situationen zu machen in denen die
Kontextfeature versagen würden. In diesem Beispiel sind die fNIRS Informationen
am wichtigsten in untypischen Abbiegesituationen mit kleinen Lücken und kurzen
Wartezeiten. Dies legt nahe, dass die Hirnaktivität Informationen enthält, welche
unabhängig vom Kontext die Abbiegeintention der Proband:in repräsentieren.
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Abbildung 3.15: Beeswarm Abbildung der SHAP Werte für das kombinierte
Modell und niedrige Kontextwerte.

Die hier präsentierte Studie hat jedoch einige Limitierungen. Zuerst hat das
Abbiegeszenario nur wenige verwendbare Kontextvariablen. Es wurden hier nur die
Lückengröße und die Wartezeit als Kontextvariablen verwendet. Andere Studien zum
Abbiegeverhalten in ähnlichen Situationen empfehlen die Verwendung von weiteren
Faktoren, wie Geschlecht, Alter oder Fahrstil [Pollatschek et al., 2002, Yan et al.,
2007, Trende et al., 2021], welche einen Einfluss auf die Abbiegeentscheidung ha-
ben und somit das präsentierte Modell weiter verbessern können. Dies ist jedoch
für die Modellierung auf Probandenlevel nicht möglich. Außerdem war die Stich-
probengröße des Experimentes mit dreizehn Teilnehmer:innen relativ klein. Solche
Stichprobengrößen sind in Studien mit neurophysiologischen Messverfahren wegen
dem komplexen experimentellen Setup und der umfangreichen Datenverarbeitung
gängig. Außerdem ist die Generalisierbarkeit von Modellen basierend auf neurophy-
siologischen Messverfahren nicht trivial. Somit ist eine Analyse auf Probandenlevel
zu empfehlen.
Dies zeigt sich auch in der Auswertung der Modelle auf Gruppenlevel. Wie in Ab-
bildung 3.14 zu sehen ist nimmt die AUC für eine zunehmende Anzahl an Pro-
band:innen im Modell ab. Dieser Effekt führt zu einer Accuracy von 60% für das
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fNIRS-Modell mit allen Proband:innen. Die AUC des Kontextmodelles nimmt mit
steigender Zahl der Proband:innen im Modell leicht ab, allerdings nicht vergleich-
bar zum fNIRS Modell. Im Allgemeinen unterscheiden sich das kombinierte und das
Kontextmodell nicht stark in der Performance. Dies liegt vor Allem daran, dass das
kombinierte Modelle die Informationen aus den fNIRS-PC-Features wegen fehlender
Generalisierbarkeit über Proband:innen hinweg nicht zur Klassifikation nutzen kann.
Ein weiterer wichtiger Punkt ist die Nutzerakzeptanz von Gehirn-Computer Schnitt-
stellen (Brain-Computer Interface - BCI ). Eine Fahrer:in muss ein portables neuro-
physiologisches Messgerät tragen, damit ein Assistenzsystem, welches das hier prä-
sentierte Modell nutzt, verwendet werden kann. Hierbei kann es zu Bedenken hin-
sichtlich der Datenaufzeichnung und insbesondere der Verwendung, Sicherheit und
Speicherung der aufgezeichneten Daten seitens der Nutzer:in kommen. Bisher wurde
die Nutzerakzeptanz von neurophysiologischer Sensorik vor Allem im Kontext von
Patient:innen untersucht [Gentner and Classen, 2009, Gori et al., 2016, Blain-Moraes
et al., 2012]. Hierbei ist die Nutzerakzeptanz der Technologie hoch. Grund hierfür ist
vor Allem, dass der positive Nutzen der Datenerfassung, namentlich die Rehabilitati-
on der Patient:in, klar für die Patient:innen ersichtlich ist. Für die Nutzerakzeptanz
von neurophysiologischer Sensorik beziehungsweise Nutzerzustandserkennung gibt es
derzeit keine Forschungsergebnisse. Die Anwendung von BCI für tägliche Tätigkei-
ten, wie das Autofahren, ist noch in einer sehr frühen Phase der Entwicklung und
ist noch relativ weit von einer breiten Anwendung entfernt. Parallel zur Entwick-
lung und Erforschung eben solcher Methoden sollte jedoch auch die Untersuchung
der Nutzerakzeptanz sein. Die Ergebnisse können so direkt beim Design und Ent-
wicklung der Assistenzsysteme berücksichtigt werden. In Kapitel 5 wird auf das
Thema und den aktuellen Stand der Forschung zur Akzeptanz von tragbarer, psy-
chophysiologischer Sensorik eingegangen. Insbesondere durch die Markteinführung
und Verbreitung von sogenannten Wearables wurden hierzu mehrere Nutzerakzep-
tanzstudien durchgeführt und auf mögliche Datenschutz Bedenken von potentiellen
Nutzer:innen eingegangen.
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3.6 Fazit

Ein funktionierendes Modell zur Intentionerkennung kann helfen sicherheitskritische
Situationen oder sogar Unfälle im Straßenverkehr zu verhindern [Damm et al., 2019].
Hierbei könnte das Modell die Fahrer:in mithilfe einer Nutzerschnittstelle warnen
oder eine Notbremsung initiieren. Die Integration von Hirnaktivitätsmessungen kann
insbesondere in atypischen Abbiegesituationen von Nutzen sein und hierbei insbeson-
dere in riskanten Situationen Fehlklassifikationen reduzieren. Abschließend lässt sich
die Hypothese aufstellen, dass die Kombination von V2V Kommunikation, Kontex-
tinformation und Modellen zur Intentionserkennung sicherheitskritische Situationen
im Verkehr reduzieren kann. Ein solches System könnte nicht nur für die Erken-
nung der Abbiegeintention genutzt werden. Weitere denkbare Anwendungsfälle wä-
ren Überhol- oder Einfädelmanöver. Entsprechend zu Kapitel 5 könnte ein System
mit neurophysiologischen Sensoren auch zur präziseren Nutzerzustandserkennung ge-
nutzt werden, um somit sicherheitskritische Situationen zu vermeiden, welche zum
Beispiel durch Frustration, Müdigkeit oder hohe kognitive Last entstehen könnten.





Kapitel 4

Interaktion mit autonomen
Fahrzeugen

4.1 Einführung

[Talebian and Mishra, 2018] prognostizieren, dass der Verkehr im Jahre 2050 zu
100% aus HAV bestehen kann, falls die Preise für autonome Fahrzeuge sich jährlich
um 15% reduzieren. Bis ausschließlich HAVs im Straßenverkehr fahren wird es einen
hybriden Verkehr zwischen von Menschen gesteuerten Fahrzeugen und HAVs geben.
Aus diesem Grund ist es notwendig zu verstehen, wie Menschen mit HAV intera-
gieren und umgekehrt. Für einen sicheren hybriden Straßenverkehr ist es wichtig,
dass jede Teilnehmer:in die Interaktion beziehungsweise Handlungen des anderen
richtig einschätzen kann und die korrekten Erwartungen an selbige hat. HAV wird
in der Regel eine geringe Reaktionszeit und somit höhere Sicherheit prognostiziert
[Nature Editorial, 2022]. Dies kann jedoch dazu führen, dass Menschen in der Inter-
aktion mit HAV diese Reaktionszeit unterschätzen und somit Unfälle produzieren.
An diesem Beispiel zeigt sich, dass das mentale Modelle, welches ein Mensch von
der entsprechenden Interaktion beziehungsweise der Handlungsweise seines Gegen-
übers hat, äußerst wichtig ist. Mentale Modelle sind Repräsentationen eines Systems,
welche vor Allem durch Interaktionen gelernt beziehungsweise aktualisiert werden
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[Kurpiers et al., 2020]. Diese mentalen Modelle enthalten Informationen über die Ei-
genschaften, Fähigkeiten, aber auch Limitierungen eines Systems. Überschätzt der
Mensch die Fähigkeiten, wie die Reaktionszeiten eines HAV, ist sein mentales Mo-
dell bezüglich des HAV nicht vollständig korrekt. Durch die Interaktion mit dem
HAV kann diese inkorrekte Einschätzung korrigiert werden, indem die längere Reak-
tionszeit von dem Menschen während der Interaktion erlebt wird. Hierdurch kann es
jedoch sicherheitskritischen Situationen kommen. Das mentale Modell sollte aktuali-
siert werden, um solche Unzulänglichkeiten zu verbessern. Hierzu kann zum Beispiel
mehr Aufklärung zu den technischen Limitierungen von HAV betrieben werden. Au-
ßerdem können Mechanismen in ein HAV implementiert werden, welche dazu dienen,
solche Fehleinschätzungen seitens des Menschen zu antizipieren und so sicherheits-
kritische Situationen vorzubeugen.

Abbildung 4.1: Der Mensch hat ein mentales Modell welches die Fähigkei-
ten und Verhaltensweise eines CPS approximiert. Durch die Erfahrung bezie-
hungsweise Interaktion mit dem CPS kann dieses mentale Modell aktualisiert
werden.

Einige Studien haben gezeigt, dass Fußgänger:innen und menschliche Fahrer:innen
das sichere und vorhersehbare Fahrverhalten von HAVs ausnutzen könnten. [Millard-
Ball, 2018] zeigte, dass Fußgänger:innen sich einen Vorteil in der Interaktion mit
HAVs verschafften. Sie gingen davon aus, dass HAVs an Zebrastreifen grundsätzlich
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halten würden, sodass sie diese gefahrenlos überqueren können. Ähnliche Ergebnis-
se wurden von [Liu et al., 2020] berichtet. Fahrer:innen zeigten eine Bereitschaft in
der Interaktion mit HAV aggressiver zu fahren, als sie das während der Interakti-
on mit menschlichen Fahrer:innen machen würden. Solche Handlungen könnte man
als Missbrauch von Automation bezeichnen. Dieser Begriff wurde von [Parasuraman
and Riley, 1997] geprägt. Einer dieser Missbräuche von Automation ist das blinde
Vertrauen in die sichere Funktionalität der Automation. Dies kann bei der Interakti-
on mit solchen Automationsystemen zu sicherheitskritischen Situationen oder sogar
Unfällen führen [Parasuraman and Manzey, 2010]. Ein solches blindes Vertrauen
kann auftreten, wenn der Mensch die Limitierungen des Automationssystems nicht
erkennt oder das Verhalten der Automation nicht richtig einschätzt oder beobachtet
[Cunningham and Regan, 2015, Saffarian et al., 2012]. Es ist also wichtig zu verste-
hen, welches mental Modell und entsprechend welche Einschätzungen des Verhaltens
bezüglich des Automationssystems die Menschen besitzen.
Im Folgenden werden zwei Studien vorgestellt, in denen Abbiegesituationen durch
entgegenkommenden Verkehr als Beispiel für sicherheitskritische Verkehrssituationen
verwendet werden. In diesen Situationen besteht beim Abbiegevorgang eine direkte
Interaktion mit anderen Verkehrsteilnehmer:innen und sie eignen sich deshalb beson-
ders für die Untersuchung von möglichen Unterschieden bei der Interaktion zwischen
menschlichen Fahrer:innen und HAV. [Tay, 2007, Choi, 2010, Gerstenberger, 2015]
berichten, dass 30-40% aller Unfälle im Straßenverkehr auf oder nahe bei Kreuzun-
gen passieren. Grund hierfür ist vor Allem eine unzureichende Rücksichtnahme auf
andere Verkehrsteilnehmer:innen [Vollrath et al., 2006, Biebl, 2021].
Im Folgenden werden die Ergebnisse zweier Studien präsentiert, welche das Ziel hat-
ten, mögliche Unterschiede bei der Interaktion mit HAV im Vergleich zur Interaktion
mit menschlichen Fahrer:innen während Abbiegesituationen zu untersuchen.

4.2 Material & Methoden

Die Hauptannahme bei der hier bearbeiteten Forschungsfrage war, dass HAV sich
vorsichtiger und gesetzestreuer als menschliche Fahrer:innen verhalten. [Millard-Ball,
2018] betrachtete die Interaktion zwischen Fußgänger:innen, welche die Straße über-
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queren wollten und autonomen Fahrzeugen. Da HAV sich risikoavers verhalten sollen,
ist es für Fußgänger:innen vorteilhaft vor einem HAV die Straße zu überqueren, da
das HAV mit hoher Wahrscheinlichkeit bremsen wird. Dies führt zu der Hypothese,
dass Menschen sich die defensive Programmierung der HAV zu Nutzen machen, um
sich in zeitkritischen Situationen einen Vorteil zu verschaffen.
Hierfür wurde eine Fahrsimulatorstudie im Fahrsimulator der Carl-von-Ossietzky
Universität Oldenburg durchgeführt. Außerdem wurde von den Teilnehmer:innen
nach dem Experiment ein Fragebogen zu Vertrauen in Automation, Fahrerfahrung,
demographischen Daten und subjektivem Fahrstil ausgefüllt (s. 7.3). Beiden Studi-
en liegt ein ähnliches experimentelles Paradigma zugrunde. In beiden Experimenten
wurden Abbiegesituationen mit entgegenkommenden Verkehr im urbanen Raum ver-
wendet.
In Abbildung 4.2 ist eine Abbiegesituation aus den Fahrsimulatorstudien schematisch
dargestellt. Die Teilnehmer:innen müssen an jeder Kreuzung wegen eines Stopp-
schilds zum stehen kommen. Anschließend warten sie an der Haltelinie bis sich eine
passende Lücke zum Abbiegen ergibt. Den Teilnehmer:innen wird ein Zeitlimit für
das Experiment gegeben, dessen Einhaltung zu einer monetären Belohnung führt.
Außerdem wurden die Teilnehmer:innen vor dem Experiment instruiert, wie sie die
autonomen Fahrzeuge im Verkehr erkennen können. Wie in 4.2 zu sehen ist wurde ei-
ne y-förmige Kreuzung für das Szenario gewählt. Dies vereinfacht den Proband:innen
das Einschätzen der Lückengrößen. Der entgegenkommende Verkehr bestand aus si-
mulierten, menschgesteuerten Fahrzeugen und simulierten HAV. Die HAVs waren
stets gelbe Fiat C1 (s. 4.3) ohne 3D Modell einer Fahrer:in. Die menschlgesteuer-
ten Fahrzeuge bestanden aus verschiedenen Fahrzeugtypen und Farben, wobei keines
gelb war. Die Proband:innen wurden vor dem Experiment über diese Unterscheidung
aufgeklärt. Außerdem wurden die Teilnehmer:innen instruiert, dass die HAV einem
defensiven und risikoaversen Fahrverhalten folgen [Millard-Ball, 2018]. Im eigentli-
chen Experiment gab es jedoch keinen Unterschied im Fahrverhalten zwischen den
simulierten HAV und HV.
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Abbildung 4.2: Skizze der simulierten Abbiegesituation. Der entgegenkommen-
de Verkehr besteht aus HAV (gelb) und HV (grün). In der Simulation können
HV verschiedene Farben und Fahrzeugtypen sein.

Abbildung 4.3: Links: HAV im Experiment waren immer gelbe Fiat C1 ohne
Fahrer:in. Rechts: Die simulierten, menschgesteuerten Fahrzeuge konnten je-
de Farbe außer gelb haben. Des Weiteren wurde eine 3D Figur eines Menschen
am Steuer dargestellt.
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4.3 Studie 1: Unterschiede beim Abbiegeverhal-

ten im hybriden Verkehr

4.3.1 Material & Methoden

Die erste der beiden Studien wurde mit 17 Teilnehmer:innen (7 männlich, 10 weiblich,
mittleres Alter = 26.0 Jahre ± 9.3, mittlere Fahrerfarhung = 8.6 Jahre) durchge-
führt. Während des Experiments durchfuhren die Teilnehmer:innen zehn Kreuzun-
gen in einem Block. An jeder Kreuzung mussten die Teilnehmer:innen wegen des
entgegenkommenden Verkehrs stoppen. Die anderen Fahrzeuge im Verkehr fuhren
mit einer Geschwindigkeit von 50 km/h. Der Abstand zwischen Fahrzeugen war so
gering, dass Abbiegen zwischen den Fahrzeugen nicht möglich war. Es gab jedoch
eine Lücke, welche das Abbiegen ermöglichte. Die Teilnehmer:innen hatten die Mög-
lichkeit, die Lücke zu nehmen oder abzuwarten bis alle Fahrzeuge passiert sind.
Nachdem die passierbare Lücke relativ klein war würde das Abbiegen durch die Teil-
nehmer:innen das andere Fahrzeug zum Bremsen zwingen. In fünf der Kreuzungen
war das Fahrzeug nach der Lücke ein HAV. In den restlichen fünf Kreuzungen war
es ein HV.
Das Experiment bestand aus drei Blöcken: der erste Block war eine Trainingsein-
heit, damit sich die Teilnehmer:innen an die Dynamik des Fahrsimulators gewöhnen
konnten. Im zweiten oder dritten Block wurde das oben beschriebene experimentel-
le Paradigma angewendet. Randomisiert wurde Teilnehmer:innen im zweiten oder
dritten Block ein Zeitlimit gegeben, um einen Lerneffekt zu verhindern. Die Teilneh-
mer:innen konnten eine zusätzliche monetäre Belohnung bekommen, wenn sie den
entsprechenden Block innerhalb des Zeitlimits abschließen konnten.
Nach dem Experiment füllten die Teilnehmer:innen einen Fragebogen zu Vertrauen
in autonome Fahrzeuge aus (s. 7.3). Der Fragebogen enthielt außerdem Fragen zu
demographischen Daten und Fahrerfahrung der Teilnehmer:innen. Die Fragen konn-
ten auf einer Sechs-Punkte Skala bewertet werden, wobei eine Wertung von Sechs
der höchste Übereinstimmung entspricht.
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4.3.2 Ergebnisse

Basierend auf den Fahrsimulatordaten wurde der prozentuale Anteil der akzeptier-
ten Lücken im Bezug auf den entsprechenden Interaktionspartner bestimmt. Die
Prozentzahlen wurden über alle Teilnehmer:innen gemittelt. Außerdem wurden die
Mittelwerte und Standardabweichungen der quantitativen Fragen des Fragebogens
berechnet.
Insgesamt wurden 168 Abbiegesituationen mit Zeitlimit und 170 ohne Zeitlimit ana-
lysiert. Zwei Abbiegesituationen mit Zeitlimit konnten wegen technischer Probleme
nicht analysiert werden. Im experimentellen Block ohne Zeitlimit haben die Teil-
nehmer:innen in 27.1% der Kreuzungen die Lücke genommen, wenn der Interakti-
onspartner ein HAV war (s. 4.2). Entsprechend haben sie in 72.9% der Kreuzun-
gen gewartet. In den Kreuzungen ohne HAV haben die Teilnehmer:innen in 34.1%
die Lücke genommen. In den Blöcken mit Zeitlimit ist die Anzahl der akzeptierten
Lücken signifikant angestiegen. Die Teilnehmer:innen nahmen 89.0% der Lücken mit
HAV und 69.4% der Lücken ohne HAV. Der Unterschied zwischen diesen beiden
Versuchsbedingungen war basierend auf einem Chi-Quadrat-Test signifikant (p =
0.002).
Diese Resultate decken sich auch mit den Ergebnissen des Fragebogens. Die mitt-
lere Werte für alle Fragen im Bezug auf Vertrauen in HAV war 3.90 ± 1.44, was
wiederum auf eine überdurchschnittliche Zustimmung mit den gegebenen Fragen
hindeutet. Insgesamt suggerieren die Ergebnisse, dass menschliche Fahrer:innen in
zeitkritischen Situationen tendenziell eher vor HAV als vor anderen menschlichen
Fahrer:innen abbiegen würden.

Ohne Zeitlimit (N=170) Mit Zeitlimit (N = 168)
Mensch (%) 34.1 69.4
HAV (%) 27.1 89.0

Tabelle 4.1: Prozentualer Anteile an akzeptierten Lücken nach Versuchsbedin-
gung
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4.4 Modellierung des Abbiegeverhaltens im hy-

briden Verkehr

4.4.1 Modellierung

Basierend auf den Daten aus der in Abschnitt 4.3 beschriebenen Studie wurde das
Abbiegeverhalten der Proband:innen im hybriden Verkehr modelliert. Wie bereits in
Abschnitt 3.3 wurde auch hier ein Bayessches Netz für die Modellierung und Klassi-
fikation des Abbiegeverhaltens verwendet [Damm et al., 2019]. Das Modell enthielt
nur vier binäre Zufallsvariablen: Abbiegen (A), Zeitlimit (ZL), Interaktionspartner
(IP ) und Geschlecht (G). ZL, IP und G sind unabhängig voneinander. A hängt in
unserem Modell von ZL, IP und G ab (s. Abb. 4.4). Somit ergibt sich eine gemein-
same Wahrscheinlichkeitsverteilung von:

p(A,ZL, IP,G) = p(A|ZL, IP,G)p(ZL)p(IP )p(G) (4.1)

wobei M ∈ {wahr, falsch}, ZL ∈ {wahr, falsch}, G ∈ {maennlich, weiblich} und
IP ∈ {HAV,HV }.

Abbildung 4.4: Schematische Darstellung des Bayesschen Netzes zur Klassifi-
kation der Abbiegeentscheidung im hybriden Verkehr.

Die Wahrscheinlichkeiten für ZL, G und IP wurden entsprechend des experi-
mentellen Paradigmas bzw. den demographischen Fragebogen der Teilnehmer:innen
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definiert. p(ZL = wahr) = 0.5, da jede Teilnehmer:in im Experiment gleich viele
Kreuzungen mit und ohne Zeitlimit durchfuhren. Die Anzahl an Kreuzungen mit
HAV im Experiment war ebenfalls balanciert, sodass p(IP = HAV ) = 0.5. Obwohl
doppelt so viele weibliche wie männliche TeilnehmerInnen an der Studie teilnahmen
ist p(G = weiblich) = 0.59. Grund hierfür ist, dass aus technischen Gründen ein
Teil der Daten für die Auswertung nicht verwendet werden konnte. Ein Vorteil der
Modellierung von Abbiegeentscheidungen mit Bayesschen Netzwerken ist ihre Eigen-
schaft, Inferenz durchführen zu können ohne die Werte aller Variablen zu kennen.
Wir nutzen diese Eigenschaft aus, um zu zeigen wie die Integration der verschiede-
nen Variablen sich auf die Klassifikationsmetriken des Modells auswirken. Hierfür
evaluieren wir vier verschiedene Modelle. Jedes Modell unterscheidet sich in der An-
zahl an beobachteten Variablen beziehungsweise wieviel Evidenzen bekannt sind. Es
wird die Receiver Operating Characterisitic mit einer 10-fold Kreuzvalidierung be-
rechnet. Anschließend werden die Accuracy, Falsch-Negativ-Raten (FNR) und Area-
Under-Curves (AUC) verglichen. Die FNR entspricht der Wahrscheinlichkeit, dass
die Teilnehmer:in abgebogen ist, wobei das Modell klassifiziert, dass die Teilneh-
mer:in wartet. Hierbei handelt es sich um die sicherheitskritischsten Situationen in
diesem Anwendungsfall.

4.4.2 Ergebnisse

Sowohl die Accuracy, als auch die AUC verbessert sich, wenn dem Modell mehr
Evidenzen zur Verfügung stehen. Das beste Modell P (M |ZL, IP,G) hat eine Ac-
curacy von 80% und eine AUC = 0.81. Insbesondere Evidenzen über das Zeitlimit
und somit einen Zeitdruck der Proband:in führt zu allgemein besseren Ergebnissen.
Das Modell p(M |IP,G) erreicht nur eine Accuracy von 68% und eine AUC = 0.62.
Da alle Modelle, welche Evidenzen über das Zeitlimit enthalten, generell die besten
Ergebnisse produzieren, lässt sich vermuten, dass diese Variable des Modelles den
größten Einfluss auf den Modelloutput hat. Im Allgemeinen unterscheiden sich die
Accuracys und AUCs zwischen den Modellen mit Evidenzen für das Zeitlimit nicht
signifikant. Um die Wahrscheinlichkeit für Unfälle und sicherheitskritische Situatio-
nen zu minimieren sollte jedoch das Model p(M |ZL, IP ) verwendet werden, da es
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Abbildung 4.5: ROC Kurve für alle vier Modelle zur Erkennung der Abbie-
geintension.

die niedrigste FNR aufweist.

p(M | ZL, IP, G) p(M | IP, G) p(M | ZL, G) p(M | ZL, IP)
AUC 0.81 ± 0.01 0.62 ± 0.01 0.78 ± 0.07 0.80 ± 0.01
Accuracy 0.80 ± 0.01 0.68 ± 0.01 0.78 ± 0.01 0.78 ± 0.01
FNR 0.26 ± 0.02 0.30 ± 0.04 0.27 ± 0.03 0.22 ± 0.03

Tabelle 4.2: Ergebnisse des Modellvergleichs mit 10-fold Kreuzvalidierung. Mo-
delle, welche Evidenzen für das Zeitlimit enthalten haben im Allgemeinen bes-
sere Werte für alle Metriken.
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4.5 Studie 2: Unterschiede in der gewählten Lücken-

größe beim Abbiegeverhalten im hybriden

Verkehr

4.5.1 Material & Methoden

Wie bereits in der vorhergehenden Studie bestand auch hier das Experiment aus meh-
reren Linksabbiegesituationen mit entgegenkommendem Verkehr im urbanen Raum
(s. Abschnitt 4.2). Die Verteilung der entgegenkommenden Fahrzeuge wurde an die
Ergebnisse von [Ragland et al., 2005] angelehnt und als lognormale Verteilung kon-
struiert. [Ragland et al., 2005] fanden heraus, dass die meisten Lücken 4s oder kür-
zer waren, wobei die häufigsten Lücken beziehungsweise Abstände zwischen zwei
Fahrzeugen 2s betrugen. Aus diesem Grund wurden in dieser Studie Lückengrößen
zwischen 1 und 6 Sekunden verwendet. Die Fahrzeuge, welche als erstes an der Kreu-
zung ankommen haben, eine geringe Lückengröße angelehnt an [Yan et al., 2007].
Dies ermöglicht, dass die Proband:innen die für sie minimal akzeptable Lückengröße
präsentiert bekommen. Hierbei haben die ersten 4 bis 6 Autos eine Lückengröße zwi-
schen 1 und 3 Sekunden. Die folgenden Autos haben eine Lückengröße zwischen 3.5
und 6 Sekunden.
Insgesamt fuhren die Teilnehmer:innen 100 Abbiegemanöver in 10 Blocks a 10 Kreu-
zungen. Zwischen jeder Kreuzung hatten die Teilnehmer:innen eine Pause von 1 bis
1:30 Minuten. Insgesamt dauerte das gesamte Experiment etwa 70 Minuten. Die
Teilnehmer:innen hatten ein Zeitlimit von 5:30 Minuten für jeden der zehn Blöcke.
Für jeden Block innerhalb des Zeitlimits erhielten die Proband:innen 1 Euro. Um das
Zeitlimit einzuhalten mussten die Proband:innen eine der Lücken im entgegenkom-
menden Verkehr nehmen und konnten nicht warten bis alle entgegenkommenden
Fahrzeuge passiert waren. Insgesamt wurden nur zwei der 1200 Abbiegemanövern
durchgeführt nachdem alle Fahrzeuge passiert waren.
Nach der Fahrsimulation füllten die Proband:innen einen Fragebogen mit vier Fragen
zu Vertrauen in HAV aus. Diese waren: Ich akzeptiere HAVs auf der Straße, HAVs
sind sicherer als HV, Ich vertraue HAVs mehr als HV und Ich habe mich bei der
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Interaktion mit HAVs anders verhalten als bei der Interaktion mit HV (s. 7.3).
Wie bereits in anderen Studien beschrieben [Fitzpatrick, 1991, Ragland et al., 2005],
wurde die Lückenakzeptanzwahrscheinlichkeit für jede Lückengröße und alle Pro-
band:innen berechnet. Logistische Modelle für die Wahrscheinlichkeit der Lückenak-
zeptanz wurden für die Interaktion mit HAV und HV gefittet, wobei die Lückengrö-
ßen in 0.35s Schritte gruppiert wurden. Das Modell hat zwei Regressionsparameter
zu optimieren:

P (gapm, w) =
1

(1 + exp(−2log( 1
0.05−1)

X−m
w ))

(4.2)

Hierbei ist m der Schwellwert, welcher die 50% Lückenakzeptanzwahrscheinlich-
keit angibt. w ist die Weite des Modells, welche den Unterschied zwischen dem 5%
und 95% Punkt der Lückenakzeptanzwahrscheinlichkeit des Modells angibt. Die lo-
gistischen Modelle wurden mithilfe der psignifit 4 Toolbox [Schütt et al., 2015] ge-
fittet.

4.5.2 Ergebnisse

Wegen Unwohlsein im Fahrsimulator musste das Experiment für eine Proband:in ab-
gebrochen werden und somit konnten die Daten für die Auswertung nicht verwendet
werden. Insgesamt wurden Daten von 12 Proband:innen ausgewertet. Die Ergebnisse
für den Fragebogen finden sich in 4.3. Der Mittelwert über alle Fragen zu Vertrauen
in HAV war 3.8 (von maximal 5), was auf ein hohes Vertrauen in Automation hindeu-
tet. Das Cronbach Alpha für diese Fragen ist 0.78, was eine akzeptable Reliabilität
dieser Fragen suggeriert. Des Weiteren haben 7 der 12 Teilnehmer:innen angegeben,
dass sie bevorzugt vor den HAV abgebogen sind. Die restlichen 5 Teilnehmer:innen
hatten keine Präferenz beim Abbiegen. Es ist möglich, dass die Teilnehmer:innen das
Abbiegen vor HAV, wegen des suggerierten defensiven Fahrstils präferiert haben, um
einen zeitlichen Vorteil im Experiment zu gewinnen.
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Aussage Bewertung
Ich akzeptiere HAV auf der Straße 4.0 ± 1.5
HAVs sind sicherer als HVs 3.9 ± 1.4
Ich vertraue HAVs mehr als HVs 3.9 ± 1.2
Ich habe mich bei der Interaktion mit HAVs anders ver-
halten, als bei der Interaktion mit HVs

3.2 ± 1.2

Mittelwert 3.8 ± 0.9

Tabelle 4.3: Ergebnisse des Fragebogens zu Vertrauen in HAV.

Abbildung 4.6 zeigt die Lückenakzeptanzwahrscheinlichkeit in Abhängigkeit von
der jeweiligen Lückengröße. Für die Interaktion mit HAVs und HVs wurde jeweils
ein logistisches Modell gefittet. Die Lückengrößen wurden in 0.35 Sekunden Zeit-
schritten gruppiert und Abbiegesituationen von allen Teilnehmer:innen wurden ge-
meinsam analysiert. Der Weiteparameter w des Modells beschreibt den Unterschied
zwischen der 5% und 95% Lückenakzeptanzwahrscheinlichkeit und liegt für HAVs
bei wHAV = 0.65s(0.59s − 1.25s) und für HVs bei wHV = 4.17s(2.87s − 5.04s).
Somit hat das logistische Modell für die Interaktion mit HAV eine stärkere Steigung
als das Modell für HV (s. Abbildung 4.6). Dies könnte darauf hindeuten, dass sich
die Proband:innen bei der Abbiegeentscheidung mit HAV leichter getan haben. Dies
wird durch die kleinere Varianz der Lückenakzeptanz suggeriert.
Die Schwellwerte der Modelle für die 50% Lückenakzeptanz sind für die Interaktion
mit HAV mHAV = 3.09s (2.96s - 3.20s) und für HV mHV = 3.08s (2.75s - 3.30s).
Der Überlapp der beiden Konfidenzintervalle deutet darauf hin, dass die beiden Mo-
dellparameter sich nicht signifikant unterscheiden.
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Abbildung 4.6: Lückenakzeptanzwahrscheinlichkeit in Abhängigkeit von
Lückengröße und Interaktionspartner. Außerdem gefittete logistische Modelle
für die Interaktion mit HAV (orange) und HV (blau).

4.6 Diskussion

In Studie 1 wurde die Interaktion von menschlichen Fahrer:innen im Umgang mit
HAV in zeitkritischen Abbiegesituationen untersucht. Es konnte gezeigt werden, dass
die Teilnehmer:innen unter Zeitdruck öfters vor HAV (89.0%) abgebogen sind als vor
HV (69.4%). Die Teilnehmer:innen der Studie wurden vor Beginn des Experiments in-
struiert, dass die simulierten HAV einem defensiven und risikoaversen Fahrverhalten
folgen, wobei im eigentlichen Experiment alle Fahrzeuge dem gleichen Fahrverhalten
entsprechend simuliert wurden. Sowohl im industriellen wie auch wissenschaftlichen
Kontext ist das Narrativ, dass autonome Fahrzeuge nicht nur defensiv und risikoavers
fahren, sondern auch durch ihre Technologie sichere Verkehrsteilnehmer:innen sind
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[Nature Editorial, 2022]. Diese Erwartung könnte die Proband:innen dazu verleitet
haben das defensive Fahrverhalten auszunutzen, um sich einen zeitlichen Vorteil zu
verschaffen, welcher wiederum zu einer zusätzlichen monetären Belohnung führte.
Dies kann zu gefährlichen Verkehrssituationen oder sogar Unfällen führen [Parasu-
raman and Manzey, 2010].
Basierend auf den Studiendaten der oben beschriebenen Studie wurde ein Bayessches
Netz zur Erkennung der Abbiegeintension im hybriden Verkehr erstellt. Es wurden
vier unterschiedliche Varianten dieses Modelle verglichen, wobei jeder Variante eine
andere Menge an Evidenzen über die im Modell repräsentierten Zufallsvariablen zu
Verfügung stand. Modelle, welche Evidenzen über Zeitdruck bei den Proband:innen
enthielten haben im Vergleich am besten abgeschnitten.
Die Wahrscheinlichkeiten der Zufallsvariablen im Modell wurden anhand des experi-
mentellen Settings gewählt. [Sivak and Schoettle, 2012] fanden heraus, dass im Jahre
2010 in den USA 50.3% aller Fahrer:innen weiblich waren, wobei Männer insgesamt
59.0% der mit dem Auto zurückgelegten Gesamtdistanz fahren. Entsprechend ist die
Wahrscheinlichkeit mit einem männlichen Fahrer im Straßenverkehr zu interagieren
höher und es wäre empfehlenswert, die Wahrscheinlichkeiten für p(G) entsprechend
anzupassen. Außerdem sollte p(IP ) angepasst werden. Im Experiment war die An-
zahl an Kreuzungen mit einem HAV als Interaktionspartner gleich der Anzahl an
Kreuzungen ohne HAV. Die Anzahl an HAV im Straßenverkehr wird über eine län-
gere Zeit ansteigen und muss entsprechend angepasst werden. Die Auswertung der
Modell suggeriert, dass p(ZL) die wichtigste Zufallsvariable für die Abbiegeintension
in diesem Modell ist. Es ist nicht klar welche und wieviele Menschen im Allgemei-
nen unter Zeitdruck fahren. Mithilfe von neurophysiologischen Sensoren, wie zum
Beispiel fNIRS, könnte Zeitdruck beziehungsweise Stress bei der Fahrer:in erfasst
werden. Die Ergebnisse aus Kapitel 3 zeigen, dass generell eine Nutzung von neuro-
physiologischen Sensoren und integrierten Modellen, welche neben nutzerspezifischen
Daten auch Kontextinformationen verwenden, empfehlenswert ist.
In einer zweiten Studie wurde ein ähnliches experimentelles Paradigma verwendet,
jedoch wurde hierbei der Fokus nicht auf der Abbiegewahrscheinlichkeit im Bezug auf
den Interaktionspartner untersucht. Der Fokus der Studie lag vielmehr auf der Grö-
ße der akzeptierten Lücke im Bezug auf den Interaktionspartner. Die Lückengröße
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beim Abbiegen durch den entgegenkommenden Verkehr ist der wichtigste Faktor für
ein sicheres Abbiegemanöver. Studien wie [Millard-Ball, 2018] legen nahe, dass Men-
schen das angeblich defensive Verhalten von HAV ausnutzen könnten. Dies führte
uns zu der Hypothese, dass Menschen bei Abbiegemanövern vor HAV eventuell klei-
ne Lückengrößen und somit ein höhere Sicherheitsrisiko akzeptieren würden, um sich
einen zeitlichen Vorteil zu verschaffen.
Die Resultate des Lückenakzeptanzmodells zeigen, dass die Konfidenzintervalle des
Schwellwertparametersm überlappen. Dies weist daraufhin, dass die Parameter nicht
signifikant verschieden sind und somit auch kein signifikanter Unterschied bei den Si-
cherheitsabständen beim Abbiegen mit HAV oder HV bestand. Es konnte allerdings
ein Unterschied beim Weiteparameter w des Modells festgestellt werden. Dieser sug-
geriert, dass die Lückenakzeptanzverteilung für HAV deutlich steiler als der selbe
Parameter für das HV Modell ist. Die stärkere Steigung des Modells für HAV lässt
vermuten, dass die Teilnehmer:innen sich beim Entscheidungsprozess vor einem HAV
sicherer waren. Entsprechend suggeriert die flachere Steigung für das HV Model, dass
die Teilnehmer:innen bei der Interaktion mit HV unsicherer waren. Wir nehmen an,
dass die Teilnehmer:innen sich bei der Interaktion mit HAV sicherer waren, weil die
HAV als vorhersehbarer einschätzten und eventuell einen zeitlichen Vorteil erhalten
wollten. Diese Annahme wird durch die Ergebnisse des Fragebogens zu Vertrauen
in HAV gestützt. Der mittlere Wert für die Aussage Ich vertraue HAVs mehr als
HVs war 3.9 auf einer Skala von 1-5. Dies führt zu der Annahme, dass die Teil-
nehmer:innen das vermeintlich defensive Fahrverhalten der HAV überschätzen und
gleichzeitig die technischen Limitierungen des HAV unterschätzten. Dieses automa-
tion complacency bezüglich der sicheren Funktionalität der HAV kann potentiell zu
gefährlichen Situationen führen [Parasuraman and Riley, 1997].
Sieben von 12 Teilnehmer:innen haben in unserer Studie erwähnt, dass sie eine Lücke
vor HAVs bevorzugt haben, weil sie annahmen, dass das HAV wegen seiner defensiven
Fahrstrategie bremsen würde. Dies ist eine gefährliche Annahme, da alle Fahrzeuge
in der Simulation (HAV und HV) mit dem gleichen Fahrverhalten simuliert wurden.
Die Teilnehmer:innen überschätzten das Verhalten der HAV basierend auf der an-
geblich defensiven Programmierung. Dies ist ein klassisches Beispiel von misuse of
automation wie es von [Parasuraman and Riley, 1997] als Überschätzung von Au-
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tomation definiert ist. Im Falle von Überschätzung von Reaktionszeiten von HAV
oder Sensorausfällen kann es zu gefährlichen Verkehrssituationen oder sogar Unfäl-
len kommen [Parasuraman and Manzey, 2010].
Die durchgeführte Studie hat einige Limitierungen. Das experimentelle Design hatte
nicht ausreichend Lücken im Bereich drei bis sechs Sekunden. Dies führte zu we-
niger Abbiegeentscheidungen mit diesen Lückengrößen. Es sollte außerdem erwähnt
werden, dass es sich um eine relativ homogene Teilnehmergruppe handelte. Alle
Teilnehmer:innen waren relativ jung (mittleres Alter = 26 Jahre) und viele haben
einen akademischen Hintergrund. Hieraus lässt sich gegebenenfalls auf ein überdurch-
schnittliches Vertrauen in Technologie schließen [Kennedy et al., 2008]. Dies könnte
einen Einfluss auf die Fragebogenergebnisse in Tabelle 4.3 und das damit verbundene
Vertrauen in HAV haben. Wir erwarten, dass sich Menschen mit niedrigem Vertrauen
in HAV bei der Interaktion mit solchen anders verhalten würden. Eine Möglichkeit
wäre, dass sie sich nicht so sicher bei der Interaktion mit den HAV fühlen würden.
Somit wäre die Steigung des logistischen Modells für die Interaktion mit HAV flacher.
Die Modelle in dieser Studie wurden nur in Abhängigkeit der Lückengröße und des
Interaktionspartners gefittet. Einige Studien argumentieren, dass die Lückengröße
auch von persönlichen Charakteristiken, wie dem Alter, Geschlecht oder Layout der
Kreuzung abhängt [Bottom and Ashworth, 1978, Darzentas et al., 1980, Yan et al.,
2007]. Solche Faktoren wurden in dieser Studie nicht beachtet und sollten in zukünf-
tigen Arbeiten mitberücksichtigt werden.

4.7 Fazit

Menschen haben ein mentales Modell, welches unter Anderem eine gewisse Erwar-
tung über die Handlungsweise und Fähigkeiten des Interaktionspartners beinhält.
Solche Interaktionspartner können nicht nur andere Menschen oder Lebewesen, son-
dern können auch CPS wie HAV sein. Die Erforschung von mentalen Modellen für
die Interaktion mit CPS kann helfen, Leitlinien für eben jene Interaktion beziehungs-
weise das Design des CPS zu entwerfen, um die Interaktion effizienter und sicherer
zu gestalten. Solche Forschungsarbeiten bieten sich vor der Einführung des HCPS in
den Alltag an, um sicherheitskritische Situationen zu vermeinden, welche auch dem
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weiteren Adoptionsprozess der Technologie im Wege stehen können.
Das Ziel diese beiden hier präsentierten Studien war mögliche Verhaltensunterschie-
de bei zeitkritischen Interaktionen von HV und HAV beziehungsweise HV und HV
zu untersuchen. Hierbei wurden Abbiegesituationen als Anwendungsfall verwendet,
welche eine von vielen Verkehrssituationen darstellt in denen HV mit HAV in ei-
nem hybriden Verkehr interagieren werden. Es ist von großer Wichtigkeit mögliche
Verhaltensunterschiede zu untersuchen, um potenzielle sicherheitskritischen Risiken
im Idealfall vor der Einführung von HAV in den Straßenverkehr zu erkennen. Dies
ermöglicht Forscher:innen und Entwickler:innen von HAV dieses womöglich unerwar-
tete Verhalten bei der Entwicklung von HAV zu beachten. In diesen Studien konnte
gezeigt werden, dass die Proband:innen sich die angeblichen technologischen Vorteile,
wie schnelle Reaktionszeit und ein defensives und risikoaverses Fahrverhalten eines
HAV zu Nutzen machen könnten, um sich in zeitkritischen Situationen einen Vorteil
zu verschaffen. Ähnliche Ergebnisse wurden unter Anderem auch von [Millard-Ball,
2018] und [Liu et al., 2020] präsentiert.



Kapitel 5

Unsicherheitserkennung im
autonomen Fahren

5.1 Einführung

In den letzten Jahren hat sowohl die Wissenschaft als auch die Industrie viel Auf-
wand betrieben, um die Entwicklung von autonomen Fahrzeugen voranzutreiben.
Für eine erfolgreiche Integration von autonomen Fahrzeugen in den Straßenverkehr
muss jedoch nicht nur die Automationstechnologie sicher funktionieren, sondern die
Technologie muss auch von den potentiellen Nutzer:innen akzeptiert und verwen-
det werden. Hierfür sollte die Fahrt mit einem autonomen Fahrzeug so komfortabel
wie möglich sein. Dies fördert Akzeptanz und Vertrauen in die Technologie [Paddeu
et al., 2020] und kann die Einführung der Technologie in den Alltag beschleunigen.
Dieser Fahrkomfort kann jedoch vermindert werden, wenn sich das autonome Fahr-
zeug nicht entsprechend den Erwartungen oder Präferenzen der Nutzer:in verhält
[Dettmann et al., 2021]. Entsprechend sollte das Verhalten des autonomen Fahrzeu-
ges an diese Bedürfnisse der Nutzer:innen angepasst werden können [Trende et al.,
2019a]. Ein wichtiger Schritt für ein automatisierte Anpassung ist, dass die Unsicher-
heit und der damit einhergehende Diskomfort automatisch vom Fahrzeug erkannt
wird. Anschließend kann das Fahrzeug sein Verhalten entsprechend anpassen, um
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eine komfortablere Fahrerfahrung zu gewährleisten [Drewitz et al., 2019, Drewitz
et al., 2020]. In der Vergangenheit haben bereits viele ForscherInnen die Messung
beziehungsweise Erkennung von Diskomfort beziehungsweise Unsicherheit bei der
Fahrzeugnutzung erforscht [Beggiato et al., 2019, Paddeu et al., 2020, Radhakris-
hnan et al., 2020, Roßner et al., 2019, Dillen et al., 2020]. Der gängigste Ansatz ist
hierbei die Verwendung von psychophysiologischen Messverfahren, wie Elektrokar-
diographie oder Pupillometrie, um ein erhöhtes Level an Stress zu messen. Obwohl
es einen Unterschied zwischen subjektiver Unsicherheit und Stress gibt, wird meist
ein ähnlicher methodologischer Ansatz verwendet werden. [Beggiato et al., 2018]
untersuchte die Möglichkeit, subjektive Unsicherheit mittels physiologischer Para-
meter wie Herzrate oder elektrodermaler Hautleitfähigkeit zu messen. Basierend auf
den Ergebnissen einer Fahrsimulatorstudie mit 40 Teilnehmer:innen schlussfolger-
ten die Forscher:innen, dass die Herzrate ein sinnvoller Indikator zur Bestimmung
von Unsicherheit im simulierten autonomen Fahren ist. In dieselbe Richtung weisen
[Healey and Picard, 2005], welche psychophysiologische Sensoren wie ein Elektro-
kardiogramm, Elektromymogramm und Hautleitfähigkeit verwendeten, um Stress
während Fahraufgaben im realen Straßenverkehr zu messen. [Telpaz et al., 2018] be-
nutzen kontextuelle Information, die von einer nach vorne gerichteten Kamera auf
der Motorhaube aufgenommen wurde, um ein Modell zu konstruieren, welches das
Unwohlsein der Passagiere klassifizieren kann. Diese Daten wurden in einer Real-
fahrstudie mit 19 Teilnehmer:innen in einer urbanen Umgebung aufgezeichnet. Die
Wissenschaftler:innen verwendeten Abstände und die Zeit bis zur Kollision mit an-
deren Verkehrsteilnehmer:innen als Parameter für ihr Modell. Bei dem verwendeten
Modell handelte es sich um ein logistisches Regressionsmodell, wobei mehrere unter-
schiedliche Kombinationen an Variablen verglichen wurden. Die Forscher:innen fan-
den heraus, dass das Hinzufügung von kontextuellen Parametern zu einem Modell,
das ausschließlich aus Fahrdynamikdaten erstellt wurde, die Detektion von Unwohl-
sein verbessert. [Ping et al., 2018] trainierte ein Long Short-Term-Memory Netzwerk,
um die Risikowahrnehmung der Teilnehmer:innen zu modellieren. Hierbei verwen-
deten sie kontextuellen Variablen wie etwa dem Zustand des Ego-Fahrzeugs (z.B.
Beschleunigung oder Steuerung) und den Zustand anderer Verkehrsteilnehmer und
Informationen über das Straßenlayout. Das beste Modell konnte eine Accuracy von
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etwa 81.5% erreichen. [Dommel et al., 2021] verglich ein Support Vector Machine
und ein logistisches Regressionsmodell zur Klassifikation von Diskomfort beim si-
mulierten Fahren mithilfe von psychophysiologischen Messverfahren, wie Herzrate,
Blinzelfrequenz und Pupillendurchmesser. Beide Modelle erreichten eine Accuracy
von etwa 72%. Die Autoren vermuten, dass die Accuracy durch Hinzunahme von
mehr psychophysiologischen Messverfahren, wie Körperbewegung, weiter verbessert
werden könnte. Auch [He et al., 2022] konnten in ihrer Fahrsimulatorstudie mit 25
Teilnehmer:innen zeigen, dass Herzrate und Pupillendurchmesser gute Indikatoren
für das wahrgenommene Risiko beim autonomen Fahren sind. Zudem fanden die
Forscher:innen eine mittlere Korrelation für teilnehmerspezifische Charakteristika
wie Geschlecht und Fahrerfahrung.
Aufgrund der oben erläuterten Forschung stellen wir die Hypothese auf, dass die
Integration von kontextuellen, psychophysiologischen und nutzerspezifischen Para-
metern die Erkennung von Unsicherheit bei hoch automatisierten Überholmanövern
verbessern kann. Hierzu wurde eine Fahrsimulatorstudie mit 50 Teilnehmer:innen an
der Technischen Universität Chemnitz durchgeführt. Die in der Studie erhobenen Da-
ten wurden genutzt, um ein Klassifikationsmodelle für subjektive Unsicherheit beim
simulierten, autonomen Fahren zu trainieren. Der Vergleich verschiedener Feature-
kombinationen zeigt, dass eine Integration von kontextuellen, psychophysiologischen
und nutzerspezifischen Parametern zu den besten Ergebnissen führt.

5.2 Material & Methoden

Eine Fahrsimulatorstudie mit 50 Proband:innen (28 weiblich, 22 männlich) wurde
am Fahrsimulator der Technischen Universität Chemnitz durchgeführt (s. 2.4 und
[Hartwich et al., 2020]). Die Proband:innen der Studie waren zwischen 20 und 43 Jah-
re (Mittelwert = 25.9, Standardabweichung = 4.7) alt und besaßen einen gültigen
deutschen Führerschein. Das Fahrszenario umfasste eine 7 km lange Strecke, welche
aus 4 km im Stadtverkehr mit einem Geschwindigkeitslimit von 50 km/h und einer 3
km langen Landstraße mit Geschwindigkeitslimit von 100 km/h, bestand. Während
dieses Fahrszenarios führte das simulierte autonome Fahrzeug drei Überholmanöver
aus. Hierbei musste das autonome Fahrzeug auf die Gegenspur wechseln um ein Hin-
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dernis zu umfahren. Bei den Hindernissen handelte es sich um einen Bus an einer
Bushaltestelle (s. Abbildung 5.1), einen parkenden LKW und eine Baustelle. Auf
der Gegenspur befanden sich entgegenkommende Fahrzeuge. Das Fahrverhalten des
autonomen Fahrzeugs wurde vor der Studie aufgenommen und jeder Proband:in vor-
gespielt.
Während der Studie trugen die Proband:innen ein Microsoft 2 Smartband, um die
Herzfrequenz und Interbeat Interval (IBI) mit einer Frequenz von 10 Hz aufzuzeich-
nen [Beggiato et al., 2018]. Das Interbeat Interval bezeichnet den zeitlichen Ab-
schnitt zwischen zwei aufeinanderfolgenden Herzschlägen und korreliert somit mit
der Herzratenvariabilität, welche ein Indikator für Stress ist (s. 2.2). Zusätzlich hat-
ten die Proband:innen einen Handregler (s. Abb. 5.1) um kontinuierlich Feedback
über ihre subjektiv wahrgenommene Unsicherheit über die sichere Funktionalität
des Fahrzeugs, übermitteln. Dieser Handregler kann kontinuierliche Werte zwischen
0 und 100 mit einer Frequenz von 60 Hz aufzeichnen [Hartwich et al., 2018]. Stärke-
re Druck entspricht größerer subjektiver Unsicherheit. Die Verwendung des Reglers
wurde während einer Testfahrt vor dem Experiment geübt. Alle Proband:innen er-
hielten eine monetäre Belohnung für die Studienteilnahme.

Abbildung 5.1: Links: Probandin mit Handregler während einer Fahrsimula-
torstudie [Trende et al., 2020]. Rechts: Beispiel für Überholsituation während
des Experiments.

Für das hier präsentierte Modell haben wir uns auf die Überholsituationen im
Fahrszenario konzentriert. Es wurden die Daten für jedes Überholmanöver und Teil-
nehmer:in extrahiert. Dies führte zu einem Datensatz mit 150.000 Datenpunkten pro
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Feature. Die Handreglerwerte wurden mithilfe eines Schwellwerts von 10 binarisiert,
um die Trainingslabels für den Klassifizierer zu generieren. Werte unter dem Schwell-
wert wurden als sicher und Werte darüber als unsicher gelabelt. Insgesamt ergibt
sich so eine Klassenverteilung von etwa 3:1 (sicher : unsicher). Dies führt zu einer
Baseline Accuracy von etwa 75% für ein binäres Klassifikationsmodell.
Die untersuchten Modelle unterscheiden sich jeweils in der Anzahl der verwende-
ten Feature (s. Abb. 5.2). Das erste Modell verwendet nur Kontextfeature, wie die
Fahrzeuggeschwindigkeit, Beschleunigung und Zeit bis zur Kollision mit anderen
Verkehrsteilnehmer:innen. Das zweite Modell verwendet zudem zwei psychophysio-
logische Feature: die Herzrate und das Interbeat Interval. Dem dritten Modell wurde
ein Feature, welches wir als Individuelle Neigung zur Unsicherheit bezeichnen, hin-
zugefügt. Dieses Feature entspricht individuellen Unterschieden zwischen den Pro-
band:innen bezüglich ihrer subjektiven Unsicherheit und Risikowahrnehmung wäh-
rend der Nutzung von autonomen Fahrzeugen. Der Wert basiert auf den Messdaten
des Handreglers jeder Proban:in aus der zweiten Fahrt. Daten aus der zweiten Fahrt
wurden nicht für den Trainingsprozess der Modelle verwendet. Hierbei wurde die
Summe der Handreglermesswerte berechnet und in die drei Gruppen: niedrig, mittel
und hoch, eingeteilt. Diese Werte können als die Wahrscheinlichkeit für eine niedri-
ge, mittlere oder große Tendenz für subjektive Unsicherheit während der Fahrt im
simulierten autonomen Fahrzeug gesehen werden.
Künstliche neuronale Netze (KNN) wurden als Modell für dies Anwendung gewählt.
Die KNNs enthalten zwei Schichten mit je 30 ReLU Einheiten. Jedes Feature wurde
vor dem Training normalisiert. Des Weiteren wurde eine 3-fold Kreuzvalidierung für
den Trainingsprozess verwendet. Nach dem Training wurde eine Receiver-Operating-
Characteristics und Precision-Recall Analyse für jedes Modell durchgeführt. Der op-
timale Klassifizierungsschwellwert wurde basierend auf den F1-Werten der Modelle
gewählt. Die Accuracy, F1-Werte, Präzision, Recall/Wahr-Positiv Rate (TPR) und
Wahr-Negativ Rate (TNR) wurden nach der Anwendung des optimalen Klassifizie-
rungsschwellwertes berechnet.
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Abbildung 5.2: Zeitreihen für den subjektiven Unsicherheitswert und vier Fea-
tures für ein Überholmanöver während des Experiments.
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Feature Modell 1 Modell 2 Modell 3
Abstand Ego Spur X X X

Abstand Gegenspur X X X

Geschwindigkeit X X X

Laterale Beschleunigung X X X

Longitudinale Beschleunigung X X X

Abstand zur Spurmitte X X X

Herzrate X X

Interbeat Intervall X X

Neigung zur individuellen Unsicherheit X

Tabelle 5.1: Übersicht über die verwendeten Feature der drei untersuchten
Modelle.

5.3 Ergebnisse

Die besten Modelle wurden basierend auf den Precision-Recall Kurven und den ent-
sprechenden F1-Werten ausgewählt (s. Abb. 5.3). Modell 1, welches nur Kontext-
feature nutzt, hat eine durchschnittliche Accuracy von 75% und eine TPR von 73%
(s. Tabelle 5.2). Gegeben die Verteilung der beiden Klassen bedeutet dies, dass das
Modell nur so gut wie die Baseline ist. Durch das Hinzufügen der physiologischen
Feature kann das Modell 2 eine mittlere Accuracy von 80% richtig klassifizieren
und einen F1-Wert von 0.65 erreichen. Diese Verbesserung wird vor Allem durch
eine höhere Präzision des Klassifizierers erreicht. Das beste Modell kann durch das
Hinzufügen der Variable Neigung zur individuelle Unsicherheit erreicht werden. Es
erreicht eine Accuracy von etwa 85%, einen F1-Wert von 0.72 und eine TNR von
87%.
Nachdem die Überholmanöver für alle Proband:innen gleich sind, lernt Modell 1
die Unsicherheit anhand von Kontextinformationen zu klassifizieren. Dies führt zu
Falsch-Positiva, da der Schwellwert für subjektive Unsicherheit sich für jede Pro-
band:in unterscheiden kann. Diese individuellen Unterschiede zwischen den Pro-
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band:innen können so vom Modell nicht gelernt werden. In dieser Studie haben eini-
ge wenige Proband:innen den Handregler während eines Überholmanövers nicht ge-
drückt. Gründe hierfür könnten ein niedriger Schwellwert für die subjektive Unsicher-
heit bezüglich der präsentierten Automation oder ein Missverständnis hinsichtlich
der Studieninstruktion. Modell 1 wird auch die Datenpunkte dieser Proband:innen
fälschlicherweise als positiv, sprich unsicher, klassifizieren. In der Theorie sollte das
Hinzufügen von physiologischen Variablen die Performance des Klassifizierers verbes-
sern indem die TNR erhöht wird. Falls eine Proband:in eine Fahrsituation als nicht
unsicher wahrnimmt, wird sich dies in den physiologischen Daten widerspiegeln. Dies
scheint für Modell 2 zu funktionieren, da es mehr negative Datenpunkte korrekt klas-
sifiziert und so die Anzahl der Falsch-Positiven reduziert. Modell 3 wurde zudem ein
Indikator hinzugefügt, welcher angibt, ob eine Proband:in generell sensitiv für Unsi-
cherheit beim autonomen Fahren ist. Dies reduziert die Anzahl der Falsch-Positiven
weiter.

Abbildung 5.3: Links: Receiver-Operating-Characteristics (ROC) die drei un-
tersuchten Modelle. Rechts: Precision-Recall Kurven für die gleichen Modelle.
Modell 3 hat die beste Gesamtleistung, sowohl für die ROC Analyse als auch
die Precision-Recall Kurven.
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Metrik Modell 1 Modell 2 Modell 3
Accuracy 0.75 0.80 0.85
Area-Under-Curve 0.80 0.87 0.92
Area Precision-Recall 0.74 0.82 0.89
Precision 0.49 0.58 0.67
Recall/True-positive rate 0.73 0.75 0.77
True-negative rate 0.75 0.82 0.87
F1 Score 0.59 0.65 0.72

Tabelle 5.2: Übersicht über die Resultate der Evaluation der Modelle. Modell
3 hat für alle Metriken die beste Performance.

5.4 Diskussion

In dieser Studie wurden drei verschiedene Modelle zur Klassifikation von subjektiver
Unsicherheit in Überholmanövern beim simulierten autonomen Fahren untersucht.
Das Modell, welches neben Kontext- und psychophysiologische Features noch die
Variable Neigung zur individuellen Unsicherheit enthält, hat die besten Werte für
alle Metriken erzielt. Es ergibt sich somit eine Accuracy von etwa 85% und eine
AUC = 0.92. Diese Ergebnisse sind vergleichbar mit den Resultaten aus [Ping et al.,
2018, Dommel et al., 2021]. Das Hinzufügen der Herzrate als psychophysiologischer
Parameter ermöglicht es dem Modell die Wahr-Negativ-Rate zu erhöhen. Die An-
zahl an falsch-positiven Klassifikationen kann durch das Hinzufügen des Parameters
zur Individuelle Neigung zur Unsicherheit weiter reduziert werden und hilft somit,
individuelle Unterschiede zwischen Proband:innen besser abzubilden.
Die experimentellen Daten unserer Studie zeigen, dass die subjektive Unsicherheit
während der simulierten, autonomen Fahrt zwischen den Proband:innen stark vari-
iert. Ein Modell, welches nur Kontextinformation verwendet, kann diese Variation
zwischen Individuen nicht abbilden. Wir argumentieren, dass nutzerspezifische Infor-
mation, wie die Neigung zur individuellen Unsicherheit oder demographische Infor-
mationen, wie Alter oder Geschlecht, berücksichtigt werden sollte. Diese Parameter
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könnten mithilfe eines Fragebogens erhoben werden oder während der Nutzung eines
autonomen Fahrzeuges gelernt werden.

5.5 Fazit

In dieser Studie wurden nur die Erkennung von Unsicherheit in Überholmanövern
betrachtet. Es ist sinnvoll weitere, sicherheitskritische Manöver, zu betrachten. Bei-
spiele hierfür wären Spurwechsel auf der Autobahn oder Abbiegesituationen mit
entgegekommenden Verkehr. Hierfür ist die Hinzunahme von weiteren Kontextva-
riablen notwendig. Außerdem können weitere psychophysiologische Messdaten erho-
ben und dem Modell hinzugefügt werden. Beispiele wären der Pupillendurchmesser,
Hautleitfähigkeit oder Körperbewegung der Proband:innen [Beggiato et al., 2018].
Wie bereits oben erwähnt könnte das Hinzufügen von demographischen Daten die
Klassifikation weiter verbessern [He et al., 2022]. Insbesondere Geschlecht und Alter
könnten hier hilfreich sein [Antelmi et al., 2004]. Es muss außerdem erwähnt werden,
dass die Kreuzvalidierung in der präsentierten Studie Daten von allen Proband:innen
enthält. Es ist zu diesem Zeitpunkt nicht möglich ein Modell zu trainieren, welches
verlässlich die Unsicherheit für eine Proband:in klassifizieren kann, deren Messdaten
nicht im Trainingsprozess berücksichtigt wurden.
Des Weiteren können mehr zeitliche Informationen für die Modellierung verwendet
werden. Es können Feature verwendet werden, welche zeitliche Information enthal-
ten, wie zum Beispiel der gleitende Mittelwert eines Features. Eine weitere Möglich-
keit ist die Nutzung von andere Netzwerkarchitekturen, wie Rekurrente Neuronale
Netze oder Long Short-Term Memory Netze [Hochreiter and Schmidhuber, 1997],
welche besonders gut für die Klassifikation von dynamischen Variablen geeignet sind.
Weiterhin gilt zu beachten, dass eine Unsicherheitserkennung wie hier präsentiert
das Tragen von Sensorik durch die Nutzer:in beziehungsweise die Erfassung von
psychophysiologischen Parametern der Nutzer:in erfordert. Wie bereits in Kapitel 3
beschrieben, haben sich auch im Bereich der psychophysiologischen Datenaufzeich-
nung mehrere Studien mit der Nutzerakzeptanz sensorischer Geräte und insbeson-
dere sogenannter Wearables befasst. [Kundinger et al., 2021] untersuchte die Ak-
zeptanz von Wearables für die Erkennung von Ermüdung bei Fahrer:innen. Hierzu
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führten die Forscher:innen eine Fahrsimulatorstudie mit zwei Altergruppen durch
(20-25 und 65-70 Jahre). Die Technologieakzeptanz war für beide Gruppen hoch
und die Nutzungsintension eines solchen Systems war für die Gruppe der älteren
Fahrer:innen höher. [Jacobs et al., 2019] untersuchte die Akzeptanz von Wearables
von Arbeitnehmern. Wearables in Verbindung mit Nutzerzustandserkennung können
nicht nur beim Autofahren, sondern auch am Arbeitsplatz vor sicherheitskritischen
Situationen schützen. Ein wichtiges Ergebnis der Studie ist, dass die Akzeptanz von
Wearables bei Arbeitnehmer:innen durch die freiwillige Nutzung oder durch Anreize
erhöht werden kann. Es wurde zudem festgestellt, dass die Arbeitnehmer:innen da-
von überzeugt sein sollten, dass die Wearables einen positiven Effekt haben. Einer
der wichtigsten Faktoren ist zudem, dass die Arbeitnehmer:innen bei der Einführung
der Technologie eingebunden werden und dass der Zweck und die Funktionsweise der
Systeme transparent dargestellt werden. Nur so kann Vertrauen und Akzeptanz in
die Technologie geschaffen werden. Ein weiterer wichtiger Faktor sind Bedenken der
Nutzer:innen bezüglich der Sicherheit und Verwendungszweck der aufgezeichneten
Daten. Dieser Aspekt wurde bereits in vielen Studien, wie [Gao et al., 2015, Motti
and Caine, 2015, Perez and Zeadally, 2017] untersucht. Die Studien präsentieren un-
terschiedliche Lösungen, wie Bedenken der Nutzer:innen bezüglich der Datennutzung
und Sicherheit genommen werden können. Transparenz bei der Datennutzung und
die aktive Freigabe beziehungsweise Einschränkung von bestimmten Daten durch die
Nutzer:innen könnte helfen, die Akzeptanz der Datenaufzeichnung zu erhöhen.
Eine Unsicherheitserkennung bereits in der Design- und Entwicklungsphase von HAV
nützlich sein. Wie in der hier beschriebenen Studie können simulierte oder rea-
le Fahrten mit HAV und gleichzeitiger Unsicherheitsmessung durchgeführt werden,
um unkomfortable Situationen oder Fahrverhalten des HAV zu erkennen. Diese Er-
kenntnisse können anschließend genutzt werden, um Leitlinien für die Entwicklung
von komfortablen und vertrauenswürdigen HAV zu schaffen. Eine Unsicherheitser-
kennung ermöglicht es, subjektive Unsicherheit während der Nutzung von HAV zu
erkennen. Eine solche Erkennung kann genutzt werden, um Adaptionsstrategien zu
initiieren, welche die Unsicherheit reduzieren und die Nutzung des Fahrzeugs kom-
fortabler machen. Hierbei kann insbesondere der Fahrstil des HAV angepasst werden
[Dettmann et al., 2021]. Es ist jedoch notwendig, dass eine geeignete Fahrstilparame-
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trisierung mit entsprechenden Parameter-Vektoren beziehungsweise Parameterberei-
chen für unterschiedliche Fahrstilpräferenzen definiert werden. Im folgenden Kapitel
wird näher auf das Thema Personalisierung des Fahrstil eines automatisierten Fahr-
zeugs eingegangen und die Ergebnisse einer Fahrsimulatorstudie zur Personalisierung
von HAV präsentiert.



Kapitel 6

Fahrstilpersonalisierung von
autonomen Fahrzeugen

6.1 Einleitung

Autofahren ist eine komplexe Aufgabe und Fahrer:innen haben unterschiedliche Prä-
ferenzen bezüglich ihres bevorzugten Fahrstils [Sagberg et al., 2015]. Ein Fahrstil
besteht aus einer Menge an Parametern, welche die Fahrdynamik eines Fahrzeu-
ges beschreibt. Beispiele hierfür sind die Geschwindigkeit, Beschleunigungen oder
Abstände zu anderen Verkehrsteilnehmer:innen [Yusof et al., 2016]. Bisher wurden
verschiedene Gruppen von Fahrer:innen und ihre präferierten Fahrstile in einer Viel-
zahl an Studien untersucht (z.B. [Yusof et al., 2016, Sagberg et al., 2015, Hartwich
et al., 2018]). Der Standardfahrstil eines HAV für ein spezifisches Manöver kann für
manche Personen unkomfortabel sein und dazu führen, dass sich diese Person nicht
sicher bei der Nutzung des HAV führt. Studien suggerieren, dass die Proband:innen
einen Fahrstil für HAV präferieren, welcher ähnlich zu ihrem eigenen ist. [Hartwich
et al., 2018] hatten eine Fahrsimulatorstudie durchgeführt, um den Zusammenhang
zwischen Fahrkomfort und Systemakzeptanz im Bezug auf die den Fahrstil des HAV
und das Alter der Proband:innen zu untersuchen. Im ersten Teil der Studie fuhren
die Proband:innen manuell. Anschließend wurde ihnen im Fahrsimulator ihre zuvor

101



102 6.1. Einleitung

aufgenommene Fahrt vorgespielt um die Fahrt in einem HAV zu simulieren. Die
Ergebnisse der Studie suggerieren, dass ein HAV Fahrstil, welcher ähnlich zum ei-
genen Fahrstil ist sowohl Komfort, Fahrvergnügen und Systemakzeptanz für junge
Fahrer:innen erhöht. [Sun et al., 2020b] führten eine Studie mit 36 Teilnehmer:innen
durch, um Komfort und Vertrauen für manuelles, nicht-personalisiertes und perso-
nalisiertes automatisiertes Fahren zu untersuchen. Die Fahrzeuggeschwindigkeit und
Beschleunigung wurde für das personalisierte automatisierte Fahren entsprechend
dem manuellen Fahrstil der Proband:innen angepasst. Die Forscher:innen haben her-
ausgefunden, dass die Proband:innen Vertrauen und Komfort für den personalisierten
automatisierten Fahrstil am höchsten werteten.
Ein weitere wichtiger Aspekt für das Vertrauen in Automation ist, dass das Verhal-
ten des Systems der Nutzer:in kommuniziert und somit bis zu einem bestimmten
Grad transparent gemacht werden. Einige Wissenschaftler:innen haben bereits den
Effekt und die Nützlichkeit von graphischen Nutzerschnittstellen zur Erhöhung von
Vertrauen und Akzeptanz von HAV untersucht [Krefting et al., 2021, Beggiato et al.,
2015, Hartwich et al., 2021]. Basierend auf einer Expertenfokusgruppe hat [Beggia-
to et al., 2015] herausgefunden, dass allem Transparenz und Vorhersagbarkeit von
Systemhandlungen in HAV wichtig sind. Eine darauffolgende Fahrsimulatorstudie
mit N=20 Teilnehmer:innen untersützte diese Aussage. Die Studienergebnisse zeig-
ten jedoch eine große Variabilität bezüglich der von den Proband:innen benötigten
Informationen. Die Autor:innen erklärten diese Variabilität mit dem Vertrauen der
Proband:innen in die Automation. Die Ergebnisse von [Hartwich et al., 2020] sug-
gerieren, dass Nutzer:innen mit niedrigem Vertrauen in Automation einen höheren
Bedarf an Informationen bezüglich des Systemstatus haben im Vergleich zu Nut-
zer:innen mit einem hohen Vertrauen in Automation. Die Forscher:innen führten
eine Fahrsimulatorstudie in Kombination mit einem Interview durch, um Designvor-
raussetzungen für eine angenehme, automatisierte Fahrerfahrung zu sammeln. Insge-
samt schlussfolgerten die Autor:innen, dass die Nutzer:innen nicht nur ausreichend
Informationen benötigen, sondern auch eine komfortablen Fahrstil des autonomen
Fahrzeuges für eine angenehme Fahrerfahrung.
Man kann annehmen, dass das personalisieren von Fahrstilen eines HAV entspre-
chend der Nutzerpräferenzen eine valide Möglichkeit ist, um unkomfortable Situa-
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tionen zu vermeiden und die Adoption der Technologie zu beschleunigen. Die Frage,
wie ein HAV die Fahrstilpräferenzen einer Nutzer:in lernen soll, bleibt jedoch beste-
hen. Fahrstilparameter können unter Anderem durch Demonstration gelernt werden
[Kuderer et al., 2015]. Anschließend kann sich das HAV entsprechend dieser Para-
meter anpassen, um einen Fahrstil ähnlich dem der Nutzer:in zu generieren. Leider
erfordert dieser Ansatz das manuelle Fahren des Fahrzeuges bevor das HAV den
präferierten Fahrstil replizieren kann. Dies erfordert Zeit und mehrere Wiederholun-
gen von verschiedenen Fahrmanövern, um den optimalen Fahrstil zu erhalten. [Yusof
et al., 2016] schlug vor, eine graphische Benutzeroberfläche zu verwenden, um den
Fahrstil des HAV zu personalisieren. Diese Oberfläche erlaubt den Nutzer:innen den
Fahrstil des HAV nach ihren Vorlieben zu gestalten. Ein ähnlicher Ansatz wurde in
[Trende et al., 2019a] vorgestellt.
Hierzu wurde eine Fahrsimulatostudie durchgeführt, um zwei verschiedenen graphi-
schen Mensch-Maschine Schnittstellen (HMIs) für die Personalisierung von Fahr-
stilparametern eines HAVs zu testen. Für diese Studie wurde sich auf Folgefahr-
und Überholmanöver auf Landstraßen konzentriert. Die HMIs erlaubten den Pro-
band:innen verschiedene Fahrstilparameter bezogen auf diese Manöver in Realzeit
während des Experiments zu ändern. Es sollte die Technologieakzeptanz solcher
HMIs getestet werden. Des Weiteren sollte die Art und Weise untersucht werden,
wie die Proband:innen mit den HMIs interagieren und ob es den Proband:innen
möglich war einen passenden Fahrstil für ihre Präferenz zu finden.

6.2 Material und Methoden

In diesem Projekt wurde untersucht, ob Nutzer:innen die Möglichkeit haben wol-
len, den Fahrstil eines simulierten HAV mithilfe einer grafischen Mensch-Maschine
Schnittstelle (HMI) anpassen zu können. Außerdem sollte analysiert werden wie die
Proband:innen mit dem HMI interagieren und welche finalen Fahrstile sie für das
HAV in der Studie einstellen. Generell besteht das Projekt aus drei Teilen: zuerst
wurden initiale Fahrstile für das simulierte HAV mithilfe einer Fahrsimulatorstu-
die erhoben. Anschließend wurden zwei HMIs entworfen, welche im dritten Teil des
Projektes mithilfe einer weiteren Fahrsimulatorstudie evaluiert wurden. Die HMIs
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bieten den Proband:innen in der zweiten Fahrsimulatorstudie die Möglichkeit, den
Fahrstil eines simulierten HAVs anzupassen. Die HMIs unterscheiden sich in der An-
zahl der anpassbaren Parameter und der Komplexität der angezeigten Information.
Die Akzeptanz der HMIs wurde mithilfe von Fragebögen getestet.

6.2.1 Studie 1: Fahrsimulatorstudie zur Fahrstiledefiniti-

on

Es wurde eine Fahrstimulatorstudie mit N = 25 (33.6 Jahren ± 12.03, 10 weiblich)
Proband:innen durchgeführt, um initiale Fahrstile und die entsprechenden Fahrstil-
parameterbereiche zu ermitteln. Während einer 15 minütigen manuellen Fahrt haben
die Proband:innen verschiedene Manöver, wie das Überholen eines vorrausfahrenden
Fahrzeuges, durchgeführt. Für diese Manöver wurden Fahrstile und die assoziierten
Parameter erhoben (s. Abb. 6.1). Für das Überholmanöver wurden die Geschwindig-
keit, laterale Beschleunigung, Abstand zum vorrausfahrenden Fahrzeug und Abstand
zum erneuten Spurwechsel nach dem Überholmanöver erhoben. Basierend auf den
empirisch erhobenen Werten wurden die drei Fahrstile ’defensiv’, ’entspannt’ und
’sportlich’ definiert. Zudem wurden die oberen und unteren Grenzen für die anpass-
baren Parameterbereiche für die grafischen Mensch-Maschine Schnittstellen und das
simulierte HAV definiert.
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Abbildung 6.1: Übersicht über die Fahrstilparameter für das Überholmanöver:
Geschwindigkeit (1), Abstand zum vorrausfahrenden Fahrzeug (2), Abstand
zum Initiieren des Überholmanövers (3), Parameter für die laterale beschleuni-
gung beim Überholen (4) und Abstand zum Spurwechsel nach dem Überholen
(5).

6.2.2 Grafische Mensch-Maschine Schnittstellen

Zwei verschiedene grafische Mensch-Maschine Schnittstellen (HMIs) wurden für diese
Studie von Ina Krefting entworfen und implementiert. Beide HMIs geben den Nut-
zer:innen die Möglichkeit, Fahrstilparameter des simulierten HAV zu ändern. Die
beiden HMIs unterscheiden sich in der Anzahl an variablen Paramtern (s. Abbil-
dung 6.2) und wieviele Information angezeigt wird. Das simple HMI ermöglicht den
Nutzer:innen die Geschwindigkeit, Abstand zum vorrausfahrenden Fahrzeug (THW)
und die laterale Beschleunigung für Überholmanöver zu variieren. Das komplexe HMI
erlaubt den Nutzer:innen zudem die THW zur Initiierung des Überholmanövers und
die Distanz zum erneuten Spurwechsel nach dem Überholen zu ändern. Beide HMIs
zeigen eine simple Visualisierung des Überholmanövers, welche sich mit der Ände-
rung der Parameter anpasst.
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Abbildung 6.2: Simples (links) und komplexes (rechts) HMI zur Fahrstilanpas-
sung.

6.2.3 Studie 2: Fahrsimulatorstudie zur Evaluation der

HMIs zur Fahrstilanpassung

Die zweite Studie wurde im dynamischen Fahrsimulator des DLR-SE durchgeführt (s.
Abbildung 6.3). Der Fahrsimulator basiert auf einem Golf 7 (2018) mit voll funktions-
fähigem Interior und ist auf einemMOOG-Bewegungssystem (MB-E-6DOF/26/1800)
montiert. Die Fahrsimulation wird auf einer gekrümmten 210◦-Leinwand dargestellt.
Zwei Full-HD-Touchscreens befinden sich in der Mittelkonsole des Fahrzeugs und
werden verwendet, um HMIs für Fahrsimulatorstudien darzustellen. Die Fahrsimu-
lation wurde mithilfe der Fahrsimulationssoftware SILAB simuliert [Krüger et al.,
2005].
Zu Beginn der Studie haben die Teilnehmer:innen einen ersten Fragebogen mit demo-
graphischen Fragen und Fragen zu ihrem subjektiven Fahrstil ausgefüllt. Es wurde
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das Alter, Geschlecht und Fahrerfahrung der Proband:innen abgefragt. Die Fragen
bezüglich des Fahrstils wurden [Taubman-Ben-Ari et al., 2004] entnommen und fin-
den sich ebenfalls in Abschnitt 7.3.
Die erste Fahrt der Studie wurde gestartet nachdem die Proband:innen eine schrift-
liche Einführung zur Studie gelesen hatten. Entsprechend der Ergebnisse des Fahr-
stilfragebogens wurde ein vordefinierter Fahrstil für das HAV ausgewählt. Anschlie-
ßend erlebten die Proband:innen eine fünfzehnminütige simulierte, automatisierte
Landstraßenfahrt. Das Geschwindigkeitslimit variierte zwischen 100, 120 und 130
km/h. Dieses Geschwindigkeitslimit wurde den Proband:innen durch Verkehrszei-
chen und Informationen im HMI kommuniziert. Auf beiden Spuren der Landstraße
fuhren verschiedene andere Fahrzeuge, sodass das simulierte HAV mehrere Überhol-
manöver durchführte. Während der Fahrt hatten die Proband:innen die Möglichkeit,
das Fahrverhalten des simulierten HAV mithilfe des HMIs zu ändern. Der einzige
Unterschied während der zweiten Fahrt der Studie war, dass den Nutzer:innen das
komplexe HMI angezeigt wurde. Nach den zwei Fahrten wurde den Teilnehmer:innen
ein zweiter Fragebogen mit Fragen zur Nutzerakzeptanz der HMIs vorgelegt. Um
die beiden HMIs zu evaluieren wurde den Nutzer:innen die Fragen aus [Cho et al.,
2017] präsentiert. Diese Fragen wurden ausgewählt um die Technologieakzeptanz für
autonome Fahrzeuge zu evaluieren. Hierbei wurden 24 Fragen ausgewählt und in
die folgenden acht Faktoren gruppiert: Performance Expectancy, Effort Expectancy,
Self-Efficacy, Perceived Safety, Anxiety, Trust, Affective Satisfaction and Behavior
Intention. Zusätzlich haben die Nutzer:innen noch sechs qualitative Fragen bezüglich
Präferenzen und Anmerkungen zu den HMIs beantwortet.



108 6.2. Material und Methoden

Abbildung 6.3: Dynamischer Fahrsimulator des DLR-SE.
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6.3 Ergebnisse

6.3.1 Studie 1: Fahrsimulatorstudie zur Fahrstiledefiniti-

on

Tabelle 1 zeigt alle Parameter der drei verschiedenen Fahrstile und die entsprechen-
den unteren und oberen Grenzen für die HMIs. Geschwindigkeitswerte wurden nicht
definiert, da das Geschwindigkeitslimit im Experiment zwischen 100, 120 und 130
km/h variiert. Somit konnten die Proband:innen die Geschwindigkeit zwischen 100
und 130 km/h variieren.

Parameter Defensiv Entspannt Sportlich
THW [s] 2.00 1.60 1.00
Parameter für maximale la-
terale Beschleunigung

1.25 1.40 1.67

THW Beginn Überhol-
manöver [s]

3.50 2.80 2.00

Einscherabstand nach
Überholmanöver [m]

30.0 20.0 10.0

Tabelle 6.1: Überblick über die definierten Fahrstilparameter für das simulierte
HAV. Geschwindigkeitswerte wurden nicht definiert, da das Geschwindigkeits-
limit im Experiment zwischen 100, 120 und 130 km/h variiert.

6.3.2 Studie 2: Fahrsimulatorstudie zur Evaluation der

Fahrstil HMIs

11 Proband:innen (26.92 Jahre ± 8.43; sieben weiblich, vier männlich) nahmen an
der Studie zur Evaluation der Fahrstil HMIs teil. Vor dem Experiment füllten die
Proband:innen einen Fragebogen mit Fragen zu ihrem subjektiven Fahrstil aus. Die
Ergebnisse finden sich in 6.2. Der mittlere Werte für die Fragen bezüglich des ent-
spannten Fahrstils waren signifikant höher als Fragen für die anderen Fahrstile.
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MDSI Fahrstilfaktoren Mittelwert Standardabweichung
Langsam und defensiv 1.99 0.37
Entspannt 4,83 0.27
Sportlich und riskant 1.64 0.49

Tabelle 6.2: Ergebnisse des MDSI Fragebogens zu subjektiven Fahrstilfaktoren

Abbildung 6.4: Zwei Beispiele für die Anpassungen der Parameter während des
Experiments. In beiden Abbildungen haben die Proband:innen den Abstand
des HAV zum vorrausfahrenden Fahrzeuges geändert. Proband:in 1 (oben)
hat während dem Experiment viele Änderungen durchgeführt. Proband:in 10
(unten) hingegen hat nur in den ersten 3.5 Minuten Änderungen an der THW
vorgenommen.

Zu Beginn des Fahrsimulatorexperiments hatten die Proband:innen die Möglich-
keit einen der vordefinierten Fahrstile zu wählen. Jede der elf Proband:innen hat
den entspannten Fahrstil gewählt. Dies stimmt mit den Ergebnissen des Fahrstil-
fragebogens überein. Hierbei hatte der entspannte Fahrstil den höchsten mittleren
Wert (s. Tabelle 6.2). Während der Fahrsimulation wurden alle Interaktionen der
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Proband:innen mit den HMIs aufgezeichnet. Beispiele für die Anpassungen des Ab-
standes zu vorrausfahrenden Fahrzeugen finden sich in Abbildung 6.4. Proband:in
1 (oben) hat während dem Experiment viele Änderungen durchgeführt. Proband:in
10 (unten) hingegen hat nur in den ersten 3.5 Minuten Änderungen an der THW
vorgenommen. Tabelle 6.3 zeigt die Ergebnisse beider HMIs und aller anpassbaren
Parameter. Der Mittelwert und die Standardabweichung wurden für jeden Parame-
ter berechnet. Im simplen HMI konnten die Parameter Abstand zum Ausscheren und
Abstand zum Einscheren nicht geändert werden. Außerdem wurden die prozentual-
len Änderungen bezüglich der initialen Parameterwerte des entspannten Fahrstils
berechnet. Insgesamt haben die Proband:innen die THW, die laterale Beschleuni-
gung und den Abstand zum Ausscheren erhöht. Nur der Einscherabstand nach dem
Überholmanöver wurde reduziert. Die Änderungen bewegen sich im Bereich 12% und
25% im Vergleich zu den initialen Parameterwerten.

Parameter HMI Mittelwert
Standard-
abweichung

Prozentualle
Änderung

Time Headway
(THW) [s]

Simpel 1.80 0.37 +12.25%

Komplex 1.60 0.38 0.00%
Beschleunigungs-
parameter

Simpel 1.72 0.08 +22.86%

Komplex 1.67 0.10 +19.29%
THW Initiierung Simpel 2.80 0.00

Komplex 3.40 0.62 +21.43%
Einscherabstand nach
Überholmanöver

Simpel 20.00 0.00

Komplex 15.00 15.00 -25%

Tabelle 6.3: Übersicht über die finalen Parameterwerte, welche durch die Pro-
band:innen während des Experimentes eingestellt wurden.

Der zweite Schritt der Analyse der Nutzerinteraktionen mit den HMIs war die
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Berechnung der Anzahl der Änderungen, welche die Proband:innen während des
Experimentes vorgenommen haben. Tabelle 6.3 zeigt die mittlere Anzahl an Para-
meteränderungen der Proband:innen nach HMI an. Alle Parameter wurden im Mittel
etwa vier bis fünf Mal geändert.
Außerdem wurde die Zeit berechnet bis die Proband:innen die letzten Parameterän-
derungen durchgeführt haben. Die letzten Änderungen wurden zwischen sechs und
neun Minuten im Experiment durchgeführt. Sowohl die Anzahl der Änderungen als
auch die Zeit bis zur letzten Änderung war niedriger für das komplexe HMI.

Parameter
Anzahl der
Änderun-
gen

Zeit bis zur
letzten Än-
derung

Simples
HMI

Komplex
HMI

Simples
HMI

Komplex
HMI

THW 5.00 ± 3.28 4.55 ± 3.58 8.46 ± 3.77 7.06 ± 4.42
Beschleunigungs-
parameter

5.55 ± 3.06 4.36 ± 2.64 9.26 ± 3.20 5.85 ± 4.18

THW Initiierung [s] 4.82 ± 2.41 6.68 ± 4.12
Einscherabstand
nach Überhol-
manöver

4.18 ± 2.52 6.62 ± 3.58

Tabelle 6.4: Übersicht über die Mittelwerte und Standardabweichungen für die
mittlere Anzahl an Parameteränderungen und Zeit bis die letzte Änderungen
durchgeführt wurde.

Der letzte Teil der Analyse der HMI Interaktionen war die Anzahl der Pro-
band:innen zu berechnen, welche einen finalen Satz an Fahrstilparametern während
der Studie eingestellt haben. Für alle Fahrstilparameter wurde die Zeit bis zur letzten
Änderung berechnet und hieraus den Mittelwert gebildet. Es wurde entschieden, dass
eine Nutzer:in einen finalen Parametersatz gefunden hat, falls diese mittlere Zeit we-
niger als die Dauer des Experiments minus zwei Minuten war. Sowohl für das simple
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als auch das komplexe HMI haben acht der elf Teilnehmer:innen einen finalen Satz an
Parametern eingestellt. Bei beiden HMIs haben jeweils die Teilnehmer:innen fünf und
sechs bis zum Ende des Experimentes Änderungen an den Parametern vorgenommen.
Abschließend wurde die Interaktion mit dem Geschwindigkeitsparameter des HAV
betrachtet. Insgesamt haben die Teilnehmer:innen den Geschwindigkeitsparameter
öfters während des Experimentes geändert, da sich auch das Geschwindigkeitslimit
öfters geändert hat. Im Mittel wurde der Geschwindigkeitsparameter 8.64 ± 2.96
Mal für das simple und 9.27 ± 2.14 Mal für das komplexe HMI geändert. Abbildung
6.5 und Tabelle 6.5 zeigen die Interaktionen mit dem Geschwindigkeitsparameter
nach HMI und Geschwindigkeitslimit.

Geschwindigkeitslimit
[km/h]

HMI
Angepasste Ge-
schwindigkeit
[km/h]

Standard-
abweichung

100 Simpel 101.10 2.07
Komplex 102.26 2.75

120 Simpel 119.14 5.42
Komplex 120.78 3.36

130 Simpel 127.10 6.50
Komplex 128.23 1.93

Tabelle 6.5: Übersicht über Mittelwerte und Standardabweichungen für die
gewählte Geschwindigkeiten für die drei unterschiedlichen Geschwindigkeitsli-
mits.
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Abbildung 6.5: Boxplots für die angepassten Geschwindigkeiten des HAV für
das simple (oben) und komplexe (unten) HMI and die entsprechenden Ge-
schwindigkeitslimits im Experiment.

6.3.3 Studie 2: Fahrsimulatorstudie zur Evaluation der

Fahrstil HMIs - Fragebogenergebnisse

Nach der Fahrsimulatorstudie füllten die Proband:innen einen Fragebogen mit Fra-
gen zu ihren Präferenzen bezüglich des HMI Designs aus. Allgemein haben die Pro-
band:innen die Frage Unterstützen die HMIs die Fahrer:in bei der Nutzung des Fahr-
zeuges? mit einer durchschnittlichen Wertung von 4.38 aus 5 Punkten bewertet. Des
Weiteren haben zehn der elf Proband:innen das komplexe HMI bevorzugt. Nur eine
Person hatte keine Präferenz bezüglich des HMI Designs. Die Proband:innen füll-
ten außerdem noch einen Technologieakzeptanzfragebogen nach [Cho et al., 2017]
aus. Die mittleren Werte für alle Fragen (s. Appendix 7.3) und Faktoren (s. Tabelle
6.6 und Abbildung 6.6) wurden zudem berechnet. Fragen bezüglich der Leistungs-
erwartung wurden für das komplexe HMI höher bewertet (3.85 vs. 4.38). Dies gilt
auch für die Nutzungsintention (3.28 vs. 4.00). Des Weiteren wurden Vertrauen und
affektive Zufriedenheit von den Proband:Innen für das komplexe HMI leicht höher
bewertet (4.15 vs. 4.49 und 3.80 vs. 4.07). Die restlichen Faktoren, mit Ausnahme
der Anstrengungserwartung wurden für beide HMIs in etwa gleich bewertet.
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Faktor Simples HMI
komplexes
HMI

Performance Expectancy (PE) 3.85 4.38
Effort Expectancy (EE) 4.23 3.82
Self-Efficacy (SE) 4.54 4.59
Perceived Safety (PS) 3.18 3.18
Anxiety (AX) 2.02 1.95
Trust (T) 4.15 4.49
Affective Satisfaction (AS) 3.80 4.07
Behavior Intention (BI) 3.29 4.00

Tabelle 6.6: Übersicht über Mittelwerte und Standardabweichungen für die
gewählte Geschwindigkeiten für die drei unterschiedlichen Geschwindigkeitsli-
mits.

Abbildung 6.6: Boxplots für das simple (oben) und komplexe (unten) HMI und
den Ergebnissen der Nutzerakzeptanzfaktoren
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6.4 Diskussion

In diesem Projekt wurden Präferenzen und Interaktionen bezüglich der Persona-
lisierung von HAV Fahrstilen untersucht. Hierfür wurde eine Fahrsimulatorstudie
durchgeführt, um die Interaktionen von Proband:innen mit zwei unterschiedlichen
HMIs zur Personalisierung des Fahrstils eines simulierten HAVs zu untersuchen. Des
Weiteren haben die Proband:innen Fragebögen bezüglich ihres subjektiven Fahrstils
und Technologieakzeptanz des HMIs ausgefüllt.
Zuerst wurde die finalen Parameterwerte berechnet, welche die Proband:innen wäh-
rend des Experimentes eingestellt haben und hieraus die mittleren Unterschiede zu
den Initialparametern berechnet. Die Proband:innen haben die THW, die THW
zur Initiierung des Überholmanövers und die Distanz zum Spurwechsel nach dem
Überholmanöver erhöht. Diese Änderungen suggerieren, dass die Proband:innen nicht
nur mit den initialen Parametern unzufrieden waren, sondern auch, dass sie ei-
ne defensivere Wahl an Werten bevorzugen. Interessanterweise wurde die laterale
Beschleunigung während des Überholmanövers erhöht, wobei hierbei argumentiert
werden kann, dass eine höhere laterale Beschleunigung zu einer schnelleren Durch-
führung des Überholmanövers führt.
Als Nächstes wurde die Anzahl an Parameteränderungen, welche jeweils von den
Proband:innen durchgeführt wurden gezählt und hieraus die Mittelwerte und Stan-
dardabweichungen berechnet 6.4. Sowohl für das simple als auch das komplexe HMI
scheinen acht der elf Teilnehmer:innen einen passenden Satz an Parametern vor
Ende des Experimentes gefunden zu haben. Der Geschwindigkeitsparameter wurde
am häufigsten geändert. Dies war zu erwarten nachdem das Geschwindigkeitslimit
zwischen 100, 120 und 130 km/h variierte. Trotz des gegebenen Geschwindigkeits-
limits haben die Proband:innen Änderungen am Geschwindigkeitsparameter vorge-
nommen. Die mittleren Geschwindigkeitswerte für alle Teilnehmer:innen waren nah
an den gegebenen Geschwindigkeitslimits (s. 6.5). Grund hierfür kann sein, dass die
Teilnehmer:innen während der Fahrt beobachtet wurden und somit die Geschwin-
digkeit nicht signifikant höher als das Geschwindigkeitslimit setzen wollten.
Nach dem Experiment haben die Proband:innen einen Fragebogen mit allgemeinen
quantitativen und qualitativen Fragen bezüglich ihrer Präferenz der getesteten HMIs
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ausgefüllt. Außerdem haben sie 24 Fragen zu acht verschiedenen Faktoren bezüglich
der Technologieakzeptanz beantwortet. Alle quantitativen Fragen wurden auf einer
5 Punkte Skala bewertet. Die Teilnehmer:innen wurden gefragt, ob ein HMI zur
Personalisierung von HAV Fahrstilen dem Fahrere helfen würde. Diese Frage wurde
durchschnittlich mit 4.38 aus 5 Punkten bewertet. Dem Nutzer mehr Informatio-
nen und Freiraum während der Mensch-Maschine Kooperation zu geben kann die
Nutzerakzeptanz und Vertrauen erhöhen [Chiou and Lee, 2021]. Die Ergebnisse des
Nutzerakzeptanzfragebogens ergänzen sich mit den Ergebnissen ähnlicher Studien
hinsichtlich der Erkenntnisse, dass die Nutzung von HMIs in HAVs die Nutzerakzep-
tanz und Vertrauen erhöhen kann [Krefting et al., 2021, Beggiato et al., 2015, Hart-
wich et al., 2021].
Im Bezug auf den Vergleich zwischen den beiden HMIs wurden alle positiven Fakto-
ren mit einem mittleren Wert von 3.86 für das simple HMI und 4.07 für das komplexe
HMI bewertet. Dieses Ergebnis unterstützt die Schlussfolgerung, dass die Teilneh-
mer:innen beide HMIs als nützlich und hilfreich empfunden haben. Die Fragen be-
züglich der Performance Expectancy (3.85 vs. 4.38) und Behavior Intention (3.28
vs. 4.00) wurden für das komplexe HMI höher gewertet. Die Bewertung für die Per-
formance Expectancy suggerieren, dass die Teilnehmer:innen ein komplexeres HMI
wegen der umfangreicheren Möglichkeiten präferieren würden. Diese Möglichkeiten
könnten den Nutzer:innen eines HAV helfen, den idealen Satz an Fahrstilparametern
zu finden. Die Ergebnisse für Anxiety (2.02 und 1.95) legen nahe, dass die Teilneh-
mer:innen sicher bei der Nutzung der HMIs waren. Dies wird außerdem durch den
mittleren Wert für Trust (3.80 und 4.07) suggeriert. Insgesamt legen die Bewertungen
für Trust, Perceived Safety und Anxiety nahe, dass die Teilnehmer:innen die HMIs
verlässlich und sicher während des Experimentes empfanden. Die Faktoren Anxiety,
Self-Efficacy und Perceived Safety wurden für beide HMIs fast gleich bewertet. Nur
der Faktor Effort Expectancy wurde für das simple HMI höher bewertet. Dies war
zu erwarten nachdem das simple HMI weniger variable Parameter bietet und somit
die Nutzung einfacher ist.
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6.5 Fazit

Die hier präsentierte Studie hat einige Limitierungen: zum einen ist die Stichproben-
größe von elf Teilnehmer:innen eher gering. Vergleichbare Studien zu Fahrstilen wie
[Hartwich et al., 2019] oder Datensätze [Xu et al., 2022, Jensen et al., 2020, Bock
et al., 2020] haben eine deutlich größere Stichprobengröße, um Forschungsfragen
bezüglich Fahrstilen und Fahrstilparametern zu untersuchen. Eine größere Stichpro-
bengröße kann nicht nur zu signifikanteren Ergebnisseren, sondern auch zu einer
größeren Variabilität an untersuchten Fahrstilen führen. Eine weitere Limitierung
war die Länge des Experimentes. Auch wenn acht der elf Teilnehmer:innen keine
Änderungen an den Fahrstilparametern mehr in den letzten zwei Minuten des Ex-
perimente gemacht haben kann es sein, dass das Experiment nicht lang genug war,
um den perfekten Satz an Fahrstilparametern zu finden. Des Weiteren wurden nur
die Manöver Folgefahren und Überholen untersucht. Die Komplexität des Verkehrs
und die große Anzahl an Manövern, welche im Verkehr durchgeführt werden, be-
deutet, dass viele Parameter für den optimalen Fahrstil angepasst werden müssen.
Dies kann Nutzer:innen schnell überfordern. Besonders Nutzer:innen mit niedriger
Technikaffinität haben höchstwahrscheinlich kein Interesse daran, eine große Anzahl
an Fahrstilparameter anzupassen. Dies bedeutet, dass ein passender voreingestellter
Fahrstil die beste Option sein kann. Dieser Fahrstil kann mithilfe eines kurzen Fra-
gebogens erhoben werden.
Eine schnelle und reibungslose Einführung von HAVs ist wünschenswert. Um dies zu
erreichen sollten sich Nutzer:innen sicher und komfortabel bei der Nutzung von HAV
fühlen. Den Nutzer:innen die Möglichkeit zur Anpassung des HAV Fahrstils zu geben,
kann eine Möglichkeit sein diese Einführung zu beschleunigen und Nutzerakzeptanz
zu schaffen.



Kapitel 7

Fazit, Limitierungen & Ausblick

7.1 Fazit

Human-Cyber-Physical Systeme werden in den nächsten Jahren noch weitreichender
und tiefer in der Gesellschaft verankert sein. Hierbei ist vor Allem eine immer weit-
reichendere Automation der Cyber-Physical Komponenten angestrebt. Es ist jedoch
äußerst wichtig, dass der Mensch bei dieser immer komplexeren Automation nicht
aus dem Auge verloren wird. Dabei ist es wichtig, dass der Mensch weiterhin Teil
des Gesamtsystems ist und die Möglichkeit hat, die Entscheidungen beziehungsweise
Handlungen der Automation nachzuvollziehen und im Notfall auch überschreiben
kann. Dies bedeutet, dass Forscher:innen, Entwickler:innen und Designer:innen sol-
cher HCPS entsprechende Anforderungen an die Konzeption und Entwicklung solcher
Systeme formulieren müssen, damit diese von den relevanten Stakeholdern umgesetzt
werden können.
Viele Konsortien aus Forscher:innen haben bereits Referenzarchitekturen für solche
HCPS vorgestellt (z.B. Abbildung 1.2, [Sowe et al., 2019, Sun et al., 2020a, Zhou
et al., 2019]). Ein gemeinsamer Nenner dieser Architekturen ist eine Komponente,
welche menschliches Verhalten und Zustände modellieren kann. Diese Komponente
ist wichtig, damit das HCPS das menschliche Verhalten antizipieren und die Zustän-
de des Menschen erkennen kann. Dies ermöglicht es einem solchen System, dass es
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seine Kontrollstrategie beziehungsweise Verhalten daran anpassen kann. So können
sicherheitskritische Situationen, welche durch negativen Menschzustände oder Ver-
halten verursacht werden, im Vornherein verhindert beziehungsweise der Schaden
minimiert werden.
In dieser Arbeit wurde das (autonome) Fahren von Straßenfahrzeugen als Anwen-
dungsfall für HCPS gewählt. In Deutschland gab es im Jahre 2022 48.5 Millionen
Autos1 und in ganz Europa etwa 250 Millionen. Die Transition zu autonomen Fah-
ren ist eine der bedeutungsvollsten Schritte in der Entwicklung von HCPS. Dieser
Übergang erfordert nicht nur, dass die Automationsfunktionen sicher funktionieren,
sondern auch, dass die Bedürfnisse der Nutzer:innen beim Design und Funktionswei-
se dieser Fahrzeuge berücksichtigt werden damit negative Nutzerzustände, wie Frust
oder Unsicherheit bei der Verwendung der autonomen Fahrzeuge verhindert werden
können.
In Kapitel 5 wurde ein Modell zur Erkennung von subjektiver Unsicherheit im si-
mulierten autonomen Fahren präsentiert. Hierbei wurden neben Fahrdynamikdaten
und Kontextinformationen über die Verkehrssituation auch die Herzrate als psycho-
physiologische Messgröße verwendet. Es konnte gezeigt werden, dass sich die Leis-
tung des Modells durch die Hinzunahme dieser Messgrößen bereits verbessern lässt.
Im Experiment erlebte jede Proband:in die gleichen Verkehrssituationen, wodurch
ein Modell, welches nur auf Kontextdaten basiert keine individuellen Unterschie-
de zwischen ProbandInnen abbilden kann. Psychophysiologische Messgrößen wie die
Herzrate oder elektrodermale Aktivität können solche Unterschiede zwischen Pro-
band:innen abbilden. Die Hinzunahme eines weiteren Parameters, welcher mit der
allgemeinen Tendenz zur Unsicherheit im autonomen Fahren korrelliert, konnte die
Leistung des Modells weiter verbessern.
Eine Möglichkeit, um Diskomfort bei der Nutzung von HAV zu minimieren, kann
die Anpassung des Fahrstils an die Präferenzen der Nutzer:in sein. Die Ergebnis-
se aus Kapitel 6 zeigen, dass die Proband:innen eine positive Nutzerakzeptanz für
grafische Benutzerschnittstellen zur Personalisierung eines simulierten HAV haben.
Auch [Chiou and Lee, 2021] kommt zu dem Schluss, dass mehr Informationen und

1https://de.statista.com/statistik/daten/studie/12131/umfrage/pkw-bestand-in-
deutschland/
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Freiraum während der Mensch-Maschine Kooperation die Nutzerakzeptanz und Ver-
trauen erhöhen kann.
In Kapitel 3 wurden die Ergebnisse zweier Modelle zur Erkennung der Abbiegein-
tension von Proband:innen dargestellt. Hierbei konnte gezeigt werden, dass analog
zu Kapitel 5 die Integration von Daten aus verschiedenen Datenquellen die Leis-
tung eines solchen Modelles verbessern kann. Im ersten Teil des Kapitels wurde ein
allgemeines Modell basierend auf dem Gesamtdatensatz und allen Proband:innen
präsentiert. Die Ergebnisse zeigen, dass die Integration von demographische Daten,
wie dem Geschlecht und subjektive Einschätzungen zum Fahrstil, die Leistung des
Modelles verbessern kann. Im zweiten Teil des Kapitels wurde der Fokus auf indi-
viduelle Modelle für jede Proband:in gelegt. Es wurde gezeigt, dass die Integration
von neurophysiologischen Messdaten mithilfe eines fNIRS Systems und Kontextda-
ten, die Leistung der trainierten Modelle verbessern kann.
Solche Modelle könnten Komponenten von fortgeschrittenen Fahrassistenzsystemen
sein, welche die Intention der Nutzer:innen antizipiert und bei sicherheitskritischen
Situationen interveniert. Mögliche Interventionen wären eine Warnung der Nutzer:in
durch Mensch-Maschine Schnittstellen oder das Eingreifen in die Fahrdynamik, wie
eine Notbremsung, durch das Fahrassistenzsystem (s. 7.1).
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Abbildung 7.1: Flowchart für situationsbasierte Anpassung des Egofahrzeugs
oder eines weiteren Fahrzeuges mithilfe von V2V Technologie.

Der Übergang von manuellen Fahrzeugen zu komplett selbstfahrenden Fahrzeu-
gen wird nicht instantan geschehen. Es kommt somit über eine längere Zeitspanne
zu einem hybriden Verkehr mit manuell gesteuerten und autonomen Fahrzeugen im
Straßenverkehr. Es ist somit wichtig zu verstehen, welches mentale Modell Menschen
bezüglich der Interaktion mit autonomen Fahrzeugen haben. Entsprechend beschäf-
tigt sich Kapitel 4 mit zwei Studien, welche Unterschiede bei der Interaktion von
Fahrer:innen mit hochautonomen Fahrzeugen in Abbiegesituationen untersuchten.
Die Ergebnisse der Studien legen nahe, dass Menschen das angeblich defensive und
sichere Fahrverhalten von autonomen Fahrzeugen ausnutzen könnten, um sich in
zeitkritischen Situationen einen Vorteil zu verschaffen. Dieser Missbrauch der Auto-
mation kann jedoch zu sicherheitskritischen Situationen führen. Entsprechend sollten
diese Erkenntnisse beim Design von autonomen Fahrzeugen und deren Planungsal-
gorithmen berücksichtige werden. Die offensichtlichste Vorgehensweise wäre, eine
möglichst defensive Fahrweise bei der Interaktion mit Menschen anzustreben.
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7.2 Limitierungen

Die hier präsentierten Arbeiten haben einige nennenswerte Limitierungen, welche
in zukünftigen Arbeiten adressiert werden sollten. Zum einen war die Anzahl der
Teilnehmer:innen in den durchgeführten Studien eher gering. Es nahmen zwischen
12 und 50 Teilnehmer:innen an den Fahrsimulatorstudien teil. Besonders im Kontext
der Verkehrsforschung ist dies eine eher geringe Stichprobengröße für die Modellie-
rung von Fahrverhalten. In Studien zur Untersuchung des Abbiegeverhaltens, wie
zum Beispiel [Ragland et al., 2005], werden Abbiegeentscheidungen von oft hunder-
ten Individuen mithilfe von Videomaterial an realen Kreuzungen analysiert. Somit
ergibt sich eine deutlich heterogene Verteilung bezüglich Charakteristika der Fah-
rer:innen. Fahrsimulatorstudien haben jedoch den Vorteil, dass alle Proband:innen
die vom Experimentator entworfenen Versuchsbedingungen exakt gleich durchführen
und mehrmals wiederholen können. Dies erhöht die statistische Validität der Ergeb-
nisse.
Ein weiterer Nachteil der hier präsentierten Modelle ist, dass psychophysiologische
und neurophysiologische Messwerte schwer generalisierbar sind. Dies zeigt sich deut-
lich in der niedrigeren Leistung des fNIRS Modells aus Abschnitt 3.4, welches auf den
Daten aller Proband:innen trainiert wurde. Die Schwierigkeiten bei der Generalisier-
barkeit von psychophysiologischen Messverfahren wurden für den gleichen Datensatz
aus 5 von [Niermann et al., 2021] gezeigt. Hierbei war die Leistung von einem generel-
len Modell zur Unsicherheitserkennung deutlich schlechter als individuell, trainierte
Modelle für einzelne Proband:innen. Im Idealfall wird die Forschung im Bereich der
Nutzerzustands- und Intensionserkennung in den kommenden Jahren Fortschritte
bezüglich der Generalisierbarkeit der Methoden machen. Alternativ kann ein HCPS
auch für jede individuelle Nutzer:in angepasst werden. So kann ein zukünftiges au-
tonomes Fahrzeug mit einem allgemeinen Basis-Nutzermodell ausgeliefert werden,
welches auf einem sehr heterogenen Datensatz trainiert wurde. Anschließend wird
dieses Modell in der frühen Phase der Nutzung auf die einzelne Nutzer:in angepasst.
Eine weitere mögliche Verbesserung wäre vordefinierte Nutzermodelle für verschie-
dene demographische Nutzergruppen zu erstellen, wobei zu Beginn der Nutzung des
HCPS das ähnlichste Modell für die Nutzer:in ausgewählt und anschließend iterativ
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verbessert wird.
Eine weitere Limitierung von psycho- und neurophysiologischen Messwerte ist, dass
sie auch von Faktoren, welche nicht durch die experimentellen Bedingungen kontrol-
liert werden, verändert werden können. Betrachtet man zum Beispiel eine Realfahrt-
studie zur Messung von Stress mithilfe von psychophysiologischen Messverfahren. Er-
scheint beispielsweise ein Rettungsfahrzeug mit angeschalteter Sirene, kann dies bei
einer Fahrer:in Stress und Unsicherheit erzeugen. Diese Unsicherheit kann jedoch oh-
ne die Kontextinformation über die aktuelle Verkehrssituation und insbesondere das
Rettungsfahrzeug nicht korrekt zugeordnet werden. Es ist also wichtig, dass einem
Modell zur Interpretation dieser Messwerte soviel Kontextinformation wie möglich
zur Verfügung steht, um Ambiguitäten bezüglich der Ursache für einen Nutzerzu-
stand klar zu differenzieren. Hierbei könnte auch die Kombination von Modellen aus
dem Bereich des maschinellen Lernens und kognitive Modelle, wie ACT-R [Anderson
et al., 1997] oder CASCaS [Lüdtke et al., 2010] helfen. Eine weitere Hürde für die
Integration von Menschmodellen in Kombination mit psycho- oder neurophysiolo-
gischen Messverfahren können Datenschutzbedenken und Skepsis gegenüber solcher
Messverfahren sein. Um die erforderliche Akzeptanz zu schaffen ist es hierfür wich-
tig, dass der Nutzen der Systeme und die Verwendung der Daten für die Menschen
ersichtlich sind.

7.3 Ausblick

Mit Fortschritt in Forschung und Infrastruktur werden HCPS immer mehr in un-
sere Gesellschaft und Leben Einzug nehmen. Wir bereits in 7.1 beschrieben ist es
notwendig, dass die Rolle des Menschen in diesen HCPS beim Design und Ent-
wicklung eben solcher beachtet wird. Dabei ist in unseren Augen insbesondere die
Kooperation und Interaktion zwischen dem Menschen und den CPS wichtig, um eine
sichere und vertrauensvolle Zusammenarbeit zu ermöglichen. Hierfür ist die Koope-
ration von Stakeholdern aus verschiedenen Bereichen relevant. Die Tragweite dieses
Unterfangens erfordert, dass sowohl Wissenschaft, Industrie, Politik und Legislative
zusammenarbeiten. Im Bereich der Wissenschaft ist die Kooperation von Wissen-
schaftler:innen aus einer Vielzahl von Forschungsbereichen erforderlich. Hierbei sind
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Forschungsgebieten, wie die Informatik oder Ingenieurswissenschaften, welche sich
mit den technischen Aspekten der HCPS beschäftigen, notwendig. Zudem benötigt
es die Expertise von Psycholog:innen und Datenwissenschaftler:innen, welche die
Validität der Menschmodelle und Modelle der Kooperation zwischen Menschen und
cyber-physischen Systemen schaffen und validieren. Zuletzt ist es wichtig, dass HCPS
auch in einem makroskopischen Kontext betrachtet werden. Hierbei sind insbesonde-
re Sozial- und Geisteswissenschaftler:innen notwendig, welche die gesetzlichen, gesell-
schaftlichen und moralischen Aspekte der Integration von HCPS in die Gesellschaft
untersuchen.
Die hier präsentierten Arbeiten fallen allen voran in den zweiten Bereich, welcher sich
mit der Modellierung des Menschen beim Fahren eines Fahrzeuges beziehungswese
bei der Nutzung und Interaktion von HAV befasst. Es zeigt sich, dass insbeson-
dere bei den technologischen Grundlagen und der Interpretation von neuro- bezie-
hungsweise psychophysiologischen Messverfahren noch weiterer technologischer und
wissenschaftlicher Fortschritt notwendig ist. Insbesondere neurophysiologische Mess-
verfahren haben zum jetzigen Zeitpunkt nicht die technologischen Voraussetzungen,
um eine praktikable Nutzung im Straßenverkehr zu gewährleisten. Es müssen porta-
ble Messgeräte entwickelt werden, welche eine angemessene temporale und räumliche
Auflösung beim Messen haben. Des Weiteren sind Fortschritte bei der Interpretation
der Messdaten notwendig. Durch die Komplexität, die das Fahren im Straßenver-
kehr mit sich bringt, kann es zu Ambiguitäten kommen. Dies erschwert eine korrekte
Zustands- und Intentionserkennung. Die in dieser Arbeit präsentierten Modelle des
maschinellen Lernens können die Nutzerzustände beziehungsweise Intentionen sehr
gut erkennen. Die Kontextinformation hilft nicht nur bei der Erkennung, sondern
kann auch helfen mögliche Ambiguitäten aufzulösen.
Insgesamt lässt sich sagen, dass die Gesellschaft von der Einführung und Entwick-
lung von weiteren und fortgeschritteneren HCPS profitieren kann. Damit diese Ein-
führung gelingt, müssen die System zuverlässig und sicher funktionieren, sodass die
Menschen sie akzeptieren und ihnen vertrauen können. Die Rolle des Menschen in
diesen HCPS sollte ein wichtiger, wenn nicht sogar der wichtigste Aspekt beim De-
sign und der Entwicklung dieser Systeme sein. Nur so lassen sich HCPS entwerfen,
welche eine produktive und risikoarme Kooperation ermöglichen.
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Appendix

Fahrstil Fragebogen

Demographische Daten

• Alter

• Geschlecht

• Fahrerfahrung (in Jahren)

• Fahrleistung pro Jahr (in km)

• Fahrsimulatorerfahrung (ja/nein)

Wütendes Fahren

• Ich hupe andere FahrerInnen an.

• Ich hupe um meinen Frust zu zeigen.

• Ich hupe, wenn andere FahrerInnen mich stören.

• Ich beleidige andere FahrerInnen.

Riskantes Fahren

• Ich genieße Nervenkitzel von gefährlichem Fahren.

• Ich gehe Risiken beim Fahren ein.

• Ich genieße das Fahren am Geschwindigkeitslimit.
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Ängstliches Fahren

• Ich fühle mich nervös beim Fahren.

• Fahren frustriert mich.

• Ich fühle mich wohl beim Fahren.

• Ich habe die Kontrolle beim Fahren.

• Ich sorge mich beim Fahren im schlechten Wetter.

• Ich fühle mich angespannt beim Fahren.

Vorsichtiges Fahren

• Ich tendiere dazu vorsichtig zu fahren.

• Ich orientiere mein Verhalten an dem Leitspruch: ’lieber vorsichtig, als bereuen’
(eng. ’better safe than sorry’).

• Ich fahre am oder unter der Geschwindigkeitsbegrenzung auf der Autobahn.

• Ich halte einen sicheren Abstand zwischen mir und anderen FahrerInnen.

• Ich bin immer bereit auf unerwartete Manöver von anderen FahrerInnen zu
reagieren.

Fragen zur präferierten Geschwindigkeit

• Ich fahre schnell.

• Ich fahre über der Geschwindigkeitsbegrenzung auf der Autobahn.

• Ich fahre über der Geschwindigkeitsbegrenzung in der Stadt.

Vertrauen zu autonomen Fahrzeugen (AV)

• Ich habe viel Erfahrung mit AV.

• Ich akzeptiere AV auf der Straße.

• AVs sind sicherer als von Menschen gesteuerte Fahrzeuge.
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• Ich vertraue AVs mehr als von Menschen gesteuerten Fahrzeugen.

• Ich verhalte mich bei der Interaktion mit AVs anders als bei der Interaktion
mit von Menschen gesteuerten Fahrzeugen.
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Technologieakzeptanz Fragebogen

Faktor Frage Simples HMI Komplexes
HMI

Performance
Expectan-
cy (PE)

This function will be useful while
driving 3.77 4.54

This function will be important
aspect in a car 3.92 4.23

Using this function is convenient
to drive 3.85 4.38

Effort Ex-
pectancy
(EE)

It is difficult to learn how to use
this function 1.23 (3.77) 1.85 (3.15)

It is easy to become skillful about
the method of using this function 4.54 4.00

Using this function is easy and
simple to understand 3.38 4.31

Self-
Efficacy
(SE)

In the case of large amount of ti-
me, I will implement this function
perfectly

4.38 4.62

Even though there is no one to let
me know how to use it, I will be
able to imple-ment this function
perfectly

4.38 4.38

If I have an instruction of using
this function, I will be able to im-
plement it per-fectly

4.85 4.77

Perceived
Safety
(PS)

I believe using this function might
be dangerous 2.69 (2.31) 2.77 (2.23)

Using this function does not real-
ly bother me to drive 3.62 3.38

I believe using this function is safe 3.62 3.92
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Anxiety
(AX)

I am worried about using this
function 2.00 1.92

I believe this function might cause
accidents 2.69 2.38

I am not afraid of using this func-
tion 3.62 (1.38) 3.46 (1.54)

Faktor Frage Simples HMI Komplexes
HMI

Trust (T) I believe this function is verified
professionally 4.46 4.62

I believe this function is reliable 4.54 4.69
I believe this function will be wor-
king in regard to my expectation 3.46 4.15

Affective
Satis-
faction
(AS)

This function makes me satisfied 3.77 4.15

Overall, this function meets my
expectation 4.31 4.15

I will recommend this function to
others 3.31 3.92

Behavior
(B)

Henceforth, I am willing to use
this function in the future 3.31 4.08

Henceforth, I am willing to use
this function frequently when I
will be able to

3.15 4.08

If it is possible to remain opera-
tion continuously, I am willing to
use this function consistently

3.38 3.85
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